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あらまし  Content-based フィルタリングにおいて，他ユーザの評価の反映を可能とすることを目的とするフィルタリング方

式を提案する．複数ユーザのコンテンツ利用履歴から，類似関係があるコンテンツのメタ情報のグループを生成し，そのグル

ープを介してフィルタリングを行った．その結果，提案方式は Content-based フィルタリングと同等の正答率であったが，

Content-based フィルタリングでは推薦できなかったコンテンツを約 5%選出できた．また推薦コンテンツ数を絞った場合にお

いて，Content-based フィルタリングより高い性能が得られた． 
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Abstract  For content-based filtering, we propose a new filtering method that can reflect the evaluation of another user. 

Some groups of meta-data are generated among similar contents from many users' access logs, whereas other contents are 
filtered by group. The method was evaluated to be equivalent to the traditional content-based filtering, and it could recommend 
contents that were not recommended by the traditional method about 5% of the time. Moreover, when we restricted the number 
of recommendation contents, our method showed higher performance than the traditional method. 
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1. はじめに  

ネットワークから多くのコンテンツが利用できる

環境が整いつつある今日，多くのコンテンツの中から

ユーザが希望とするコンテンツを発見しやすい環境を

提供することが求められている．   
ユーザの好みに応じてコンテンツを選出する方法

として典型的な 2 つの方法がある．1 つは Content-based
フィルタリング（内容に基づくフィルタリング）と，

もう 1 つは協調フィルタリングである．  
Content-based フィルタリングは，あるユーザに対し，

そのユーザが過去に評価を行ったコンテンツの内容を

分析して得られたユーザプロファイルに基づいて推薦

される [1]．つまり，未知のコンテンツであっても，ユ

ーザプロファイルとコンテンツの内容が類似していれ

ば推薦できる．しかし , 過去の評価が不十分な場合，

満足にコンテンツを推薦できず，評価内容に類似した

コンテンツばかりが推薦される傾向がある．  
一方，協調フィルタリングは，類似した好みを有す

る他のユーザが好んだコンテンツを推薦する [2,3,4]．
コンテンツの内容についての評価は行わないため，そ

こに付与された情報（メタ情報）は不要である．更に，

他のユーザの評価を反映した推薦ができ，ユーザの過

去の評価が少ないため Content-based フィルタリング

では類似性が判別できず推薦されないコンテンツも推

薦できる．しかし，他のユーザが未評価の新しいコン

テンツは推薦できない．  
そこで，Content-based フィルタリングに協調フィル

タリングの効果を得ることができれば，未評価の新し

いコンテンツを推薦する際に，協調フィルタリングの

効果をもたらすことができると考える．例えば，新製

品のダイレクトメールを，新製品の情報と事前に登録

された嗜好情報とが類似するユーザを対象として一斉

 



 

に送信する場合，本当は興味があるのに送信対象にな

らなかったユーザを発見することが可能となる．  
本稿では，Content-based フィルタリングにおいて，

他ユーザの評価の反映をする方式を提案し，その方式

の手順と評価結果について述べる . 
 

2. RUI-Filtering の提案  
2.1. 問題意識  

本研究では，Content-based フィルタリングにおいて，

他ユーザの評価を反映することで，ユーザに適してい

るにもかかわらず Content-based フィルタリングでは

推薦できないコンテンツの推薦を可能とすることを目

的とする．図 1 に本研究の対象範囲を示す．  
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図 1:本研究の対象範囲 

 

2.2. 関連研究  
Content-based フィルタリング，協調フィルタリング

それぞれの弱点を解決するために，両者を組み合わせ

た研究は行われている．  
Fab は，WWW のページを収集提示するシステムで

ある．ユーザは自分のプロファイルで高く評価される

情報と，類似するユーザが高く評価する情報の両方を

受けとる [5]．  
浅川らは，ユーザの嗜好の部分的な類似性を利用し

た協調フィルタリングを提案し，ジャンルといった部

分的に嗜好が類似したユーザグループを生成して協調

フィルタリングに応用している [6]．  
また，利用履歴から生成したカテゴリを応用する例

として，岡本らは利用履歴から類似したコンテンツを

カテゴリに分け，そのカテゴリ別にコンテンツ推薦を

行っている [7]．  
その他に，利用のされ方が類似したコンテンツに着

目した Item-based の協調フィルタリング方式も提案さ

れている [8]．  
 

2.3. 仮説  
筆者らは，これまでにテレビ番組の視聴履歴から，

視聴した番組のキーワード（出演者・タイトル・放送

局といったメタ情報）に視聴時間や視聴回数で重み付

けをし，クラスタリングを行ってキーワードのグルー

プを複数個生成し，それぞれのグループを調べたとこ

ろ，同一のグループに含まれるキーワードは，複数ユ

ーザに渡った視聴の特徴を表す傾向がみられる，とい

う結果を得た [9]．  
この傾向を応用して「複数ユーザのコンテンツの利

用履歴や評価結果からしかるべき方法によって生成し

た複数個のキーワードグループを，コンテンツ推薦に

応用することで，複数の他ユーザの利用履歴から現れ

る特徴を反映した協調的なコンテンツ推薦が可能にな

る」との仮説を立てる．  
 

2.4. キーワードグループを介した類似度算出  
前記の仮説に基づき，キーワードグループを介して

ユーザとコンテンツ間の類似度を算出する方式を提案

する．図 2 にその模式図を示す．  
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図 2:キーワードグループを介した類似度算出 
 

図 2 では，ユーザ User1 のキーワードベクトル

UUser1={ドラマ，秋葉原，ベアボーン，仮面戦隊}，コ

ンテンツ Content1 のキーワードベクトル CContent1={ハ
イキング，紅葉} となっている．また，キーワードグ

ループは，GroupA={高尾山，ドライブ，ハイキング，

ドラマ }，GroupB={スキー，マラソン，箱根，サッカ

ー}，GroupC={写真，星座，アニメ，パソコン } とな

っている．キーワードグループは，複数ユーザの利用

履歴から既に生成されたものである．  
図 2 に示すように Content-based フィルタリングでは，

UUser1 と CContent1 との類似度はキーワードベクトル同

士が独立しているため 0 となり推薦されない．  
しかし，キーワードグループを介して類似度を算出

する方式の場合，キーワードグループ GroupA にある

「ドラマ」によって GroupA と User1 のキーワードベ

クトル間に類似度が得られる．また，キーワードグル

ープ GroupA にある「ハイキング」によって GroupA と

Content1 のキーワードベクトル間に類似度が得られ，

値の大きさによっては推薦も可能となる．  
つまり Content-based フィルタリングでは，UUser1 と

CContent1 との間に類似度は算出されなかったが，キーワ

ードグループ GroupA に「ドラマ」と「ハイキング」

が含まれていたため，このキーワードグループ GroupA

 



 

を介すると類似度の算出が可能となった．  
本稿ではこの方式を，キーワードグループとの類似

度を介してユーザ・コンテンツ間の類似度を算出し，

コンテンツの推薦に用いることから「類似度」にちな

んで RUI-Filtering と呼び，提案する．  
なお，本稿において，キーワードとはコンテンツに

付与されたメタ情報，キーワードグループとはメタ情

報の集合であると定義する．  
 

2.5. RUI-Filtering によるコンテンツ推薦手順  
以下の手順によって RUI-Filtering を用いたコンテン

ツ推薦を行う．  

 Step1.キーワードベクトルの生成 

 Step2.キーワードグループの生成 

 Step3.RUI-Filtering による類似度の算出  

 Step4.類似度の大きさによる推薦の判別  
 

Step1.キーワードベクトルの生成 

キーワードベクトルは，キーワードに対して重み値

が付与されたベクトルである．各ユーザのキーワード

ベクトル（ユーザ u のキーワードベクトル U）を式 (1)
のように表す．  

),...,,( 21 KnuKuKu www=U         (1) 

ここで wuK1 はユーザ u のキーワード K1 の重み値を

あらわす．n はキーワードの総数である．  
本稿では，各ユーザのキーワードベクトルの生成方

法についての定義は行わないが，以下に，コンテンツ

の利用履歴から各ユーザのキーワードベクトルを生成

する例を示す．  
コンテンツには，それぞれコンテンツの内容を表す

メタ情報として，キーワードがあらかじめ付与されて

いるとする．キーワードはコンテンツのタイトルや出

演者，製作者や説明文を形態素解析した単語等である．

利用履歴は，コンテンツを利用したユーザ ID と，利

用したコンテンツのキーワードと，そのコンテンツに

対する操作情報が記録されているとする．  
そこで，ユーザがコンテンツに対して行った操作情

報に応じてキーワードに重み付けを行うことで，キー

ワードベクトルを生成する．図 3 に各ユーザのキーワ

ードベクトルの生成とキーワードグループの生成例を

示す．例えば，コンテンツ利用履歴において User1 が

キーワード K1 を含むコンテンツを ”PLAY”すれば，

User1 の K1 の重み値を+1 し，User2 が K3 を含むコン

テンツを”DELETE”すれば User2 の K3 の重み値を -1 す

る，というようにあらかじめ定義したルールに従って

重み付けを行う．図 3 の User1 のキーワードベクトル

Uuser1 は，Uuser1=( 1,-2, 3,-4, 0, 0) となる．  
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図 3:各ユーザのキーワードベクトル， 

キーワードグループの生成例 

 

Step2.キーワードグループの生成 

Step1.で生成した各ユーザのキーワードベクトルを

用いて，キーワードグループを生成する．  
キーワードグループの生成には，任意の数のクラス

タを高速に生成できることから，K-Means 法によるク

ラスタリングを用いる．この際，複数ユーザのキーワ

ードベクトルを入力として，生成するキーワードグル

ープの数（クラスタ数）を指定し，キーワードをクラ

スタリングする．生成したキーワードグループ gj のキ

ーワードベクトル Gj は，式 (2)のように表す .  

),...,,( 21 gjKngjKgjKj www=G      (2) 

 ここで，wgjK1 はキーワードグループ gj のキーワード

K1 の重み値をあらわす．図 3 のキーワードグループ

Group1 のキーワードベクトルは，Group1 に含まれる

キーワードが K1,K5 で，キーワードグループに含まれ

るキーワードの重み値は 1，それ以外は 0 と定義され

ているので，Ggroup1=( 1, 0, 0, 0, 1, 0) となる．  
なお，K-Means 法によるクラスタリングによるキー

ワードグループの生成手法以外にも，異なるクラスタ

リング手法による場合や，データマイニングの相関ル

ール分析によって相関関係が抽出されたキーワード同

士をグループ化してキーワードグループを生成する方

法等も考えられる [9]．  
 

Step3. RUI-Filtering による類似度の算出  
RUI-Filtering では，ユーザのキーワードベクトルと，

推薦対象となるコンテンツのキーワードベクトル，さ

らに，Step2.で生成した m 個のキーワードグループの

キーワードベクトルを用いる．  
推薦対象となるコンテンツ c のキーワードベクトル

C は式 (3)のように表す．  

),...,,( 21 KncKcKc www=C       (3) 

ここで，wcK1 はコンテンツ c のキーワード K1 の重

み値をあらわす．n はキーワードの総数である．例え

ば，コンテンツ Content1 に付与されたキーワードが

K5,K6 で，付与されたキーワードの重み値がそれぞれ，

5,6 の場合，CContent1=( 0, 0, 0, 0, 5, 6) となる．  

 



 

次に，RUI-Filtering によって類似度を算出する．

RUI-Filtering によるユーザ u のキーワードベクトル U
と，コンテンツ c のキーワードベクトル C 間の類似度

Rui(U,C)の算出式を式 (4)に示す．  

∑
=

⋅=
m

j
jj SimSimRui

1
),(),(),( GCGUCU     (4) 

ここで m はキーワードグループの総数である．

Sim(U,G j) はユーザ u のキーワードベクトル U とキー

ワードグループ gj のキーワードベクトル G j の類似度

を，Sim(C,G j) はコンテンツ c のキーワードベクトル C
とキーワードグループ gj のキーワードベクトル G j の

類似度を表す．類似度の算出法として，余弦，内積，

Dice 係数，Jaccard 係数 , 相関係数などを用いることが

できる [10]. 本稿では，ベクトル間の角度で類似度を算

出し，ベクトルの大きさの影響を受けず，計算量の少

ない余弦を用いる．  
余弦による類似度算出式 Sim(U,G j)，Sim(C,G j) を式 (5)

に示す．n はキーワードの総数である．  
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次に，図 4 を用いて RUI-Filtering による類似度の算

出例を説明する．  
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※　　　　　　　内の値はそのキーワードの重み値を表す  
図 4：キーワードグループを介した類似度の算出例 

 
図 4 において，それぞれのキーワードベクトルは， 

UUser1 = (1,-2, 3,-4, 0, 0) 
Ccontent1 = (0, 0, 0, 0, 5, 6) 
Ggroup1 = (1, 0, 0, 0, 1, 0) 
Ggroup2 = (0, 0, 1, 0, 0, 1) 
Ggroup3 = (0, 1, 0, 1, 0, 0) 
 

となっている．ここで式 (4)(5)を用いて RUI-Filtering
による User1 と Content1 間の類似度 Rui(UUser1,Ccontent1)
を算出すると，  

Rui(UUser1,Ccontent1) 
＝  Sim(UUser1,Ggroup1)・Sim(Ccontent1, Ggroup1) 

+ Sim(UUser1,Ggroup2)・Sim(Ccontent1, Ggroup2) 
+ Sim(UUser1,Ggroup3)・Sim(Ccontent1, Ggroup3) 

＝  (0.129・0.453) + (0.387・0.543) + (-0.775・0.0) 
≒  0.269 

となる．なお，余弦や内積を用いて User1 と Content1
のキーワードベクトル同士の類似度を直接算出した場

合，0 となる．  
 

Step4. 類似度の大きさによる推薦の判別  
上記 Step.3 で算出した類似度 Rui(U,C) を全てのユ

ーザ・コンテンツに対して算出し，コンテンツ c をユ

ーザ u に推薦するか否かのフィルタリングを行う．例

えば，あるしきい値を設定し，そのしきい値を上回っ

ているならば推薦する，しきい値以下ならば推薦しな

いとする．  
 

3. 実験  
被験者によるコンテンツ情報選択実験を行い，提案

手法によるコンテンツフィルタリングの評価を行った． 

3.1. コンテンツ選択実験  
実験日から約半月後に神奈川・東京において実際に

行われるイベント情報（テキストデータのみ）をコン

テンツとして用い，Web ブラウザによって被験者 26
名に提示する．それを閲覧した被験者はそのイベント

情報に対して「保存」「削除」のいずれかの選択を行う．

「保存」「削除」のいずれかを選択の後は，引き続き次

のイベント情報が提示される．イベント情報は合計

100 個提示される．全ての被験者に対して同じ順序で

同じ内容のイベント情報が提示される．Web ブラウザ

によってコンテンツを提示している画面例を図 5 に示

す．実験で用いたコンテンツに関する情報を表 1 に示

す．また，被験者の選択結果を表 2 に示す．  

(5)

 

  

 

図 5:コンテンツ選択実験画面例



 

表 1:評価実験で用いたコンテンツ 

コンテンツ内容  テキストデータ（イベント情報）  
提示コンテンツ数  100 個  
コンテンツのキー

ワード（メタ情報）

の付与方法  

コンテンツ (テキストデータ )を形

態素解析し，文字長 2 以上の名詞

と未知語をキーワードとする  
1 コンテンツあたり平均 129.8 個  

コンテンツに付与

されたキーワード

（メタ情報）数  

キーワードを重複排除した場合  
前半 50 コンテンツ  =2043 個  
後半 50 コンテンツ  =2067 個  
前半・後半重複キーワード=814 個

形態素解析ツール  茶筌  ver.2.1[11] 

 

表 2:コンテンツ選択実験結果 

被験者数  26 名  
選択の割合  「保存」平均 27.2% 

「削除」平均 72.8% 

 

3.2. 従来方式と提案方式による選択の予測  
次の手順によって，従来方式と提案方式によるコン

テンツの選択内容を予測する．  
①26 名の被験者から得られた 100 コンテンツに対する

コンテンツ選択実験結果を前後の 2 つに分け，前半コ

ンテンツの選択結果を「学習データ」，後半コンテンツ

の選択結果を「正解データ」とする．  
②「学習データ」から全ユーザのキーワードベクトル

とキーワードグループを生成する．  
③各ユーザのキーワードベクトル，キーワードグルー

プ，後半コンテンツのキーワードベクトル（メタ情報）

を用いて，後半コンテンツの選択内容を予測（コンテ

ンツの推薦の可否を判別）する．  
④「正解データ」と予測内容とを比較し，一致したも

のを「正解」，不一致を「不正解」として正答率を算出

する．  
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図 6:選択内容の予測と比較 

 
(1) キーワードベクトルの生成  

ユーザ u が「保存」を選択した場合，そのコンテン

ツに含まれるキーワード K のスコア SuK を 1 加算する．

「削除」を選択した場合，同様に 1 減算する．キーワ

ード重み付けが完了した後，式 (6)によってキーワード

K 毎に正規化を行う．このようにして各ユーザのキー

ワードベクトル U=(wuK1,wuK2, . . . ,wuKn) を生成する．n は

キーワードの総数である．  

∑ =

= n

i uK

uK
uK

i

i

i s

s
w

1

       (6) 

生成した各ユーザのキーワードベクトルの例を表 3
に示す．  

 
表 3:生成した各ユーザのキーワードベクトル例（一部抜粋） 

キーワード u1 u2 u3 u4 u5 u6 ... u26
ＣＡＦＥ -0.038 -0.038 -0.038 -0.038 -0.038 -0.038 -0.038
サルサ -0.038 -0.038 -0.038 -0.038 -0.038 -0.038 -0.038
レゲエ -0.038 -0.038 -0.038 -0.038 -0.038 -0.038 -0.038
ソウル -0.038 -0.038 -0.038 -0.038 -0.038 -0.038 -0.038
ライブ -0.037 -0.037 -0.024 -0.037 -0.024 -0.049 -0.037
連絡 -0.004 -0.007 0.004 -0.032 -0.021 -0.057 -0.071
交通 0.000 -0.007 0.007 -0.029 -0.026 -0.051 -0.070
手段 -0.004 -0.004 0.012 -0.028 -0.024 -0.049 -0.069
ＹＲＰ -0.038 -0.038 -0.038 -0.038 -0.038 -0.038 -0.038

:
野比 -0.038 -0.038 -0.038 -0.038 -0.038 -0.038 -0.038
駐車 -0.037 -0.022 -0.022 -0.022 -0.051 -0.037 -0.051
ランド 0.000 0.108 0.081 0.000 0.000 -0.108 0.000  

 

コンテンツ c のキーワードベクトル C 
C =(wcK1,wcK2, . . . ,wcKn) は，コンテンツに付与されたキー

ワード K の重み wcK を 1 とし，それ以外を 0 とする．  
 
(2)キーワードグループの生成  

上記 (1)で生成した全ユーザのキーワードベクトル

を K-Means 法でクラスタリング (正規化 )してキーワー

ドグループ g の生成を行う．ここでは，生成するキー

ワードグループの数による違いを検証するため 5，10，
15，20，25，30 個の計 6 パターンのキーワードグルー

プを生成する．多くのキーワードグループを生成すれ

ば，一つのキーワードグループに含まれるキーワード

の数は少なくなる．生成したキーワードグループの例

を表 4 に示す．キーワードグループ g のキーワードベ

クトル G は，キーワードグループ g に存在するキーワ

ード K の重み値 wgK を 1 とし，存在しない場合は 0 と

する．   
表 4:生成したキーワードグループ例（一部抜粋） 

Group1 Group2 Group3 Group4 Group5 Group6
コンサート マーク クリスマスツリー水面 土曜 ポーラ
テーマ 白夜 巨大 首都 財団 振興
ベル イメージ 輝き ボード エコロジー 会期
史上 幻想 サンタ ウォーク 企画 無休
火曜 過去 ペンギン 直接 特別 ＩＭＡＧＩＮＥ
丸の内 １２Ｍ パレード イルカ 先駆 コレクション
ビジネスマン スクエア トナカイ 泳ぎ 紹介 エポック
実践 ろうそく 変身 ジャンプ 展示 箱根登山鉄道
中心 オーナメント ケープペンギン間近 いろいろ 前後
天国 精霊 ペタペタ 楽園 最新 芸術
地獄 吹き抜け チョコ エサ 都心 印象派
天使 圧倒的 フローティング 午前 多数 象徴
悪魔 ハート ８Ｍ 高校生 挑戦 楢橋
恐怖 それ 湾内 ゲリラ 生活 アール
オーロラ 天秤 観覧 京王 視点 ヌーヴォー

グ 景品 セレモニー 小田急 会場 ガラス  

…

 
(3) R

提案

ンツ間

全 26
半 50
u1～u
ンテン

の各類

 

ライティン
 ：   

UI-Filtering と従来方式による類似度の算出  
方式である RUI-Filtering によるユーザ・コ

類似度は式 (4)を用いて算出する．実験結果

ユーザの前半 50 コンテンツを「学習データ」

コンテンツを「正解データ」とした場合，ユ

26 のキーワードベクトル U1～U26 と後半 5
ツ c50～c99 のキーワードベクトル C50～C
似度 Rui(U1,C50), Rui(U1,C51), ..., Rui(U26,
ンテ

から，

，後

ーザ

0 コ

99 と

C99) 



 

（計 1300 個の類似度）を算出する．式 (4)における

Sim(U,Gj)，Sim(C,Gj) は式 (5)に示す余弦を用いる．  
従来方式である Content-based によるフィルタリン

グは，ユーザ u のキーワードベクトル U とコンテンツ

c のキーワードベクトル C との類似度を算出し，その

大きさによってフィルタリングを行う．ここでは類似

度算出に余弦を用いる．余弦を用いた類似度算出式を

式 (7)に示す．   

∑∑
∑

==
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⋅
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n
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i uK

n

i cKuK

ii

ii

ww

ww
Sim

1
2

1
2

1),( CU     (7) 

式 (7)を用いて，従来方式によるユーザ・コンテンツ

間 類 似 度 Sim(U1,C50), Sim(U1,C51),...,Sim(U26,C99) 
を算出する．  
 
(4) 類似度の大きさによる推薦の判別  

算出した類似度の大きさから，しきい値によって

「保存」か「削除」かを判別する．本評価では最適な

しきい値を用いるために，しきい値を低い値から高い

値へと 0.00001 刻みに変化させ，各しきい値において

判別結果と「正解データ」とを比較し，正答率が最大

になった時点のしきい値を最適なしきい値として用い

た．しきい値は，前記 (3)で生成した各ユーザ・各コン

テンツ間の類似度（26 ユーザ×50 コンテンツの場合，

1300 個の類似度）に対して同一の値を用いて判別した． 
ただし，学習データや正解データを変更した場合や，

使用するキーワードグループを変更した場合は，再度

最適なしきい値を求めた．また従来方式においても別

途最適なしきい値を設定した．  
例えば，提案方式において，「学習データ」を前半

50 コンテンツ，「正解データ」を後半 50 コンテンツ，

5 個生成したキーワードグループを用いた場合， 最適

なしきい値は 0.00003 であった．同条件の場合，従来

方式の最適なしきい値は， -0.00151 であった．  
 

3.3 評価  
3.3.1 正答率による評価  
(1)キーワードグループ数による正答率の変化  

図 7 に提案方式と従来方式の正答率を比較したグラ

フを示す．提案方式ならびに従来方式で予測した全 26
ユーザの後半 50 コンテンツの予測内容と「正解デー

タ」とを比較し，一致したものを「正解」として正答

率を算出した．図 9 の破線は全てを「削除」と予測し

た場合の正答率のラインを示す．提案方式は平均

80.64%，従来方式は平均 80.77%の正答率であった．用

いたキーワードグループによって正答率に変動は生じ

たが，有意な差ではなかった．つまり，両方式はほぼ

同等の正答率となった．  

75.0%

76.0%

77.0%

78.0%

79.0%

80.0%

81.0%

82.0%

83.0%

5 10 15 20 25 30

キーワードグループ数

正
答

率

提案方式

従来方式

全て削除と予測

 図 7:キーワードグループ数による正答率の変化  
 
(2)提案方式と従来方式との差異  

提案方式と従来方式において予測内容が相反して

いた個所に着目し，相反していた個所と実際コンテン

ツの選択結果を比較し，提案方式が正解 (従来方式が不

正解 )の割合と提案方式が不正解 (提案方式が正解 )の
割合を算出した．図 8 にその結果を示す．  
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図 8:提案方式と従来方式との差異 

 
提案方式と従来方式において予測内容が相反して

いた個所は平均 9.67%あった．そのうち提案方式が正

解 (従来方式が不正解 )の割合は，平均 4.77%，提案方

式が不正解 (従来方式が正解 )の割合は平均 4.90%であ

った．   
 
 (3)学習データ数による正答率の変化  

次に「学習データ」として用いるコンテンツの数を

変動させ，学習データ量と正答率の関係を確認した．

「学習データ」として前半 5～70 コンテンツ（5 コン

テンツ刻み）を用い，後半 30 コンテンツのコンテンツ

の選択結果を予測し，「正解データ」と比較して，正答

率を算出した．図 9 にその結果を示す．各記号でプロ

ットされている地点が提案方式の正答率である．実線

は従来方式の正答率である．破線は全てを「削除」と

予測した場合の正答率を示す．  
図 9 より，プロットが右肩上がりの傾向を示してい

 



 

ることから，提案方式は学習データ数が多いと正答率

が向上する傾向が見られた．しかし，使用したキーワ

ードグループによっては，正答率が従来手法より上回

る場合と下回る場合があり，最適なキーワードグルー

プ数を一意に決定できないことが分かった．  
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図 9:学習データ数による正答率の変化 

 

3.3.2 再現率・精度・フォールアウト・R/F による評価  
情報検索システムの性能評価の指標として用いら

れる再現率・精度等の指標を用いて評価を行った [10]． 
ここでは，選択実験結果の全 26 ユーザにおける前

半 50 コンテンツを「学習データ」，後半 50 コンテンツ

を「正解データ」として，提案方式，従来方式を用い

て全 26 ユーザの後半 50 コンテンツ（計 1300 個）の選

択内容を予測した．  
ここで，1300 個の予測のうち，正解データと予測内

容が「保存」で一致した数を w，正解データと予測内

容が「削除」で一致した数を z とする．また，正解デ

ータ中の「保存」の数を (w+x)，正解データ中の「削除」

の数を (y+z)，予測内容が「保存」となった数を (w+y)，
予測内容が「削除」となった数を (x+z) とする．なお，

実験結果より，(w+x)=316，(y+z)=984，(w+x+y+z)=1300
はあらかじめ得られている．  

表 5 に w,x,y,z の交差行列を示す．式 (8)に再現率，

精度，フォールアウト，R/F 値の算出式を表す．再現

率 R，精度 P，フォールアウト F，R/F 値などは表 5 か

ら算出できる . 
表 5:交差行列 

予測内容   
「保存」の数  「削除」の数

「保存」の数  w x 正解  
データ  「削除」の数  y z 

 

xw
wR
+

=再現率  
zy

yF
+

=フォールアウト  

yw
wP
+

=精度  
F

RFR
フォールアウト

再現率
値 =/              

式 (8)において，再現率は，どれだけ漏れなく「保存」

コンテンツを予測できたかを表している．精度は「保

存」と予測されたコンテンツが，どれだけ正解データ

と一致していたかを表している．再現率と精度は大き

いほど性能が良い．フォールアウトは，再現率と双対

な尺度で，どの程度，正解データでは「削除」である

ものを間違って「保存」と予測したかを表している．

従って，フォールアウトは値が小さいほど性能が良い

といえる．さらに，R/F 値はランダムな文書選択との

比率を表し，R/F 値が 1 より小さい場合はランダムに

予測した方が良いといえる．表 6 に再現率，精度，フ

ォールアウト，R/F 値による評価結果を示す．この結

果は，それぞれ正答率が最大となった時点における値

である．  
 

表 6:評価結果（正答率が最大における値） 

キーワード

グループ数
再現率

R 精度 P フォール

アウト F R/F 値

5 0.320 0.743 0.036 8.986 
10 0.402 0.641 0.072 5.570 
15 0.329 0.667 0.053 6.228 
20 0.418 0.721 0.052 8.060 
25 0.329 0.738 0.038 8.753 

提

案

方

式

30 0.475 0.636 0.087 5.431 
従来方式  0.491 0.635 0.090 5.423 

 
この結果より，提案方式の再現率は従来方式よりも

やや低い傾向がみられ，提案方式の精度は従来方式よ

りもやや高い傾向がみられた．再現率と精度はトレー

ドオフの関係であり，提案方式は従来方式と比較して

精度が高い半面，再現率が低い傾向がみられた．  
R/F 値は，提案方式の平均が 7.17 で従来方式が 5.42

であり，提案方式が上回っており，さらに 1 よりも大

きい値であった．予測内容はランダムに予測した場合

よりも 7 倍程度正確であると言える．  
図 10 に提案方式と従来方式の再現率－精度グラフ

を示す．このグラフは「保存」か「削除」かを判別す

るためのしきい値を変化させることで，それぞれを予

測するコンテンツの数を変化させて得た．再現率が 1
に近づくにつれ，「保存」と予測するコンテンツの数が

多く，逆に 0 に近づくにつれ「保存」と予測するコン

テンツの数が少なくなる．なお，用いたキーワードグ

ループは 20 個生成したものである．  
図 10 から，提案方式は従来方法と比較して，再現

率が 0.05～0.5 の区間，つまり後半 50 個のコンテンツ

のうち、「保存」として予測するコンテンツの数を 1
ユーザあたり平均 1～12 個の範囲において，従来方式

よりも精度が上回っていた．再現率を 0.05 以下に絞っ

た場合は，推薦数が 1 個を下回るため，評価はできな

い．  (8)
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3.3.3 まとめ 
(1)提案方式と

(2)提案方式と

ンツ中の約 1
リングでは予

できた．  
(3)学習データ

とではほぼ同

(4)R/F 値は，従

であり，正確

(5)再現率を 0
合），従来方式

 
これらの結

よる単独ユー

ず予測できな

ることで予測

さらに，再

た場合）にお

ユーザにコン

ザは大量のコ

提案方式は有

 

4. おわりに
本研究では

キーワードグ

プを介してユ

RUI-Filtering
Content-based
タリングの効

るといった条

ことができた

今後，最適

数について検討し，更なる評価によって提案方式の有

効性や本方式が有効なサービスの検討，推薦されたコ

ンテンツの意外性についての評価を行ってブラッシュ

アップを図る．  
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