
DEWS2004 6-A-02

ユーザへの応答時間を重視した最頻出 kパターン抽出アルゴリズム
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あらまし データマイニング分野での頻出パターン抽出手法は、最小サポート値を与えて、最小サポート値以上のサ

ポート値を持つパターンを抽出する手法である。最小サポート値から抽出される頻出パターン数を予測することは困

難であることから、最小サポート値を必要とせず、頻出上位数 kを指定して、サポート値降順 kパターンを抽出する

Top-k Miningコンセプトが近年提案されている。しかし、Top-k Miningコンセプトとして提案されているアルゴリズ

ムは、kの値が大きくなればなるほど指数関数的に実行時間が増加し、ユーザは頻出上位 k個のパターンの抽出が終

了するまで待たなければならない。これに対し本稿では、FP-growthを基にして、Top-k Miningコンセプトで、サポー

ト値の高いパターンから計算していき、計算でき次第順次ユーザへ返すことによって、ユーザ応答時間を短くしたア

ルゴリズム (Pipelined Top k FP-growth)を提案する。
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Abstract In Data Mining researches, frequent patterns mining algorithms require some user-specified minimum support, and

mine frequent patterns whose support values are higher than the minimun support. In recent years, since it is difficult to predict

how many frequent patterns are mined with a minimum support, Top-k Mining concept is proposed. Top-k Mining concept is

based on the algorithm mining frequent patterns without a minimum support and with the number of mostk frequent patterns

(ordered by their support values). However, Top-k Mining concept algorithms are slow whenk is large. Therefore, users

have to wait until the finish of mining the mostk frequent patterns. In this paper, We propose a new Top-k Mining concept

algorithm based on FP-growth, called ”Pipelined Top k FP-growth”. The pipelined Top k FP-growth mines patterns with the

decending order of their suport values. Then, it returns frequent patterns to users sequentially to shorter the response time.
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1. は じ め に

近年、ネットワーク環境の整備、記憶装置の低価格化、大容

量化に伴い、大量のデータが蓄積することが一般的になってき

た。しかし、集められた大量のデータは記号の列に過ぎない。

大量のデータの中から新しい知識となる情報を抽出すること

は、人間では不可能であることから、データマイニング技術が

注目されている。

データマイニング技術の重要な問題として相関ルールの抽出

がある。相関ルールとは、複数のアイテムまたはアイテムセッ

トの間の相関関係を表すものである。相関ルール抽出問題は、

データベースからアイテムセットの出現頻度が高いパターンを

抽出する問題に置き換えることができる。データマイニング分

野においては、巨大なデータベースに対してアイテムセットの

出現頻度が高いパターン、即ち頻出パターンを効率よく抽出す

る手法の研究が行われている。



2000年までに提案されてきた相関ルール抽出アルゴリズム

は、94年に発表された、Apriori [1] に基づくアルゴリズムで

あった。Apriori は生成する候補アイテムセットの数が多く、メ

モリを多く消費してしまう問題や、データベースに対して繰り

返しスキャンをしてしまう問題点があり、頻出パターンを算出

するまでに時間がかかってしまう。しかし、2000年に Apriori

をベースとしない、FP-growth [2]が提案された。FP-growthは、

候補アイテムセットを生成せずに、2回のデータベーススキャ

ンだけで、頻出アイテムセットを算出することができる。結果、

FP-growthはこれまでの Apriori をベースとしたアルゴリズムと

比べて、革新的な速度を実現した。

高速に頻出パターンを算出するアルゴリズムが提案されてい

る一方、単純に最小サポート値を超えるアイテムセット全てを

結果として出すのではなく、いろいろな条件を付加した上での

頻出パターンを抽出するコンセプトマイニングという手法が

提案されてきている。コンセプトマイニングの例として Max-

imal Pattern Mining [3] [5]、Closed Pattern Mining [6] [5]、Top-k

Mining [7] [8]、Incremental Mining [9]が挙げられる。Maximal

Pattern Miningと Closed Pattern Miningは、頻出アイテムセット

集合の中で subset となるアイテムセットを除外し、superset

のみを抽出するマイニング手法である。Top-k Mining は、最

小サポート値を必要とせず、単純にサポート値の高いパターン

から k 個だけを抽出するマイニング手法である。Incremental

Miningは、データセットの変化、最小サポート値の変化に対し

て、二度目以降のマイニング速度を向上させたマイニング手法

である。

データマイニングの実際の応用を考えた時、サポート値降順 k

パターンを抽出する Top-k Miningはユーザビリティを高めると

いう観点において重要である。Top-k Miningとして現在までに

提案されている手法は、2000年に Ada Wai-chee Fuらによって

提案された Apriori [1] ベースの Itemset-Loop / Itemset-iLoop [7]

と、2002年に Hanらによって提案された FP-growthベースの

TFP [8]である。Itemset-Loop / Itemset-iLoopは、パターンの要

素数の上限を指定し、上限以下の要素数で構成されたサポート

値降順 k パターンを抽出するアルゴリズムであるが、Apriori

ベースのためスキャン回数が多く実行時間が長くなってしまう。

TFPは、パターンの要素数の下限を指定し、下限以上の要素数

で構成される Closed Pattern [6]のみを対象として、サポート値

降順 k パターンを抽出するアルゴリズムである。

しかし、従来の Top-k Mining は抽出するパターン数 k が大

きいと、実行時間が指数関数的に増加する。したがって k の

値を大きくして実行した場合、応答時間の長時間化という点に

おいてユーザビリティが低いと考えられる。本稿では、応答時

間の短縮に着目した Top-k Miningとして、2000年に Hanらに

よって考案された FP-growthを基にし、抽出したい最大アイテ

ムセット数 k を指定して、サポート値降順に頻出アイテムセッ

トを求め、順次ユーザに表示する手法を提案する。

以下、第 2節では、本論文で用いる用語を定義する。第 3節

では、関連研究として頻出パターン抽出アルゴリズムを述べる。

第 4節では提案アルゴリズムについて述べる。第 5節では、第

4節で述べた提案アルゴリズムを実装した実験結果について述

べる。最後に、第 6節でまとめを行う。

2. 用 語 定 義

本論文で用いる用語を定義する。

サポート (support) 　アイテム集合を I = {i1, i2, . . . , im}、
トランザクションデータベース（TDB）を TDB =

{t1, t2, . . . , tn|ti⊆ I}とする。T の各要素 ti をトランザクショ

ンとする。パターン X のサポート sup(X)は、T 全体に対し

て X を含むトランザクションの割合を表す。

頻出パターン　頻出パターンとは、ユーザが与えた最小サ

ポート値（min sup）以上のサポート値を持つパターンである。

Top-k頻出パターン　アイテムセットをサポート値降順に並

び替え、k番目に配置されたパターンのサポート値を αと置く。

Top-k 頻出パターンとは、α以上のサポート値を持つパターン

である。

k-itemset　 k-itemsetとは、k 個のアイテムから構成される

アイテム集合である。

3. 関 連 研 究

本節では、頻出パターン全て抽出する従来のマイニング手

法について述べた後、コンセプトマイニングである Maximal

Pattern Mining手法、Closed Pattern Mining手法、Top-k Mining

手法、Incremental Mining手法について述べる。

3. 1 従来のマイニング手法

3. 1. 1 Apriori [1]

Agrawalらによって 1994年に提案された Apriori アルゴリズ

ムは、効率的に全ての相関ルールを発見できる手法である [1]。

Apriori は、後述する FP-growth [2]が発表された 2000年まで、

多くの派生的な改良を生んだベーシックなアルゴリズムである。

Apriori は、「長さ k の非頻出アイテムセットを含む長さ k + 1

のアイテムセットは、必ず非頻出アイテムセットである」とい

う理論の基、ボトムアップに頻出アイテムセットを数え上げる

アルゴリズムである。

Apriori アルゴリズムの欠点は、候補アイテムセットの数が莫

大になることである。また、候補アイテムセットをチェックす

るためにデータベースを繰り返しスキャンする必要がある。

3. 1. 2 FP-growth [2]

Apriori のように候補アイテムセットを生成すると、パター

ンが多く存在する場合、候補アイテムセットを格納するために

必要となるメモリ容量が大きくなる。この問題を解決するため

に、候補アイテムセットを生成しない FP-growthアルゴリズム

が 2000年に Hanらによって提案された [2]。このアルゴリズ

ムは、特殊なデータ構造である FP-tree構造を利用しており、

FP-tree構造を参照するだけで全ての頻出パターンを数え上げ

ることができる。FP-treeは巨大なデータベースが小さく圧縮さ

れたデータ構造であり、スキャンの繰り返しを減らすことがで

きる。

a ) FP-treeの構築

FP-tree構造は、頻出パターンを抽出するために必要な情報を



全て保持する。頻出アイテムを抽出するために、TDB を一度

スキャンする必要がある。抽出された頻出アイテムを頻度が降

順になるように並び替える（並び替えたリストを F − listとす

る）。そして空（null）のラベルを持つ木のルートを作る（この

木を T とする）。2回目のデータベーススキャンでは、各トラ

ンザクションごとに以下の処理を行う。

（1） F − listに含まれるアイテムのみを、トランザクショ

ンから抽出し、抽出したアイテムを、サポート値降順に並び換

える。これを、Frequent Itemsと呼ぶ。

（2） Frequent Items（サポート値順）のアイテム一つずつ順

番に、T と比較する。T が Frequent Itemsの要素である子ノー

ドを持っていれば、その子ノードのカウントを 1増やす。T が

Frequent Itemsの要素である子ノードを持っていないときは、新

しくカウント 1を持つ子ノードを作る。

（3） Frequent Itemsの最後の要素まで (1)、(2)の操作を繰

り返す。

全てのトランザクションで上記の処理を終えたら、同じ名前

（アイテム ID）を持つノードにリンクを付ける。さらに、各頻

出アイテム ai に対して、頻出アイテム ai 自身と、ai のノード

リンクのヘッドを格納するヘッダテーブルを生成する。

min sup = 3 として、表 1のような TDB から作成した、

FP-treeを図 1に示す。

表 1 サンプル TDB

TID Items Frequent Items

100 f, a, c, d, g, i, m, p f, c, a, m, p

200 a, b, c, f, l, m, o f, c, a, b, m

300 b, f, h, j, o f, b

400 b, c, k, s, p c, b, p

500 a, f, c, e, l, p, m, n f, c, a, m, p

図 1 表 1から構築された FP-tree構造 (文献 [2] より引用)

b ) FP-growth

FP-growthは、構築した FP-treeを基に頻出パターンを抽出

する手法である。全ての頻出パターンを抽出するために、FP-

growthは、FP-treeのヘッダテーブル中のノードリンクのヘッド

からノードリンクをたどる。ヘッダテーブルの任意のアイテム

ai のノードリンクのヘッドからノードリンクをたどることによ

り、FP-tree内のアイテム ai を格納しているノードを全てたど

ることができる。また、アイテム ai のノードリンク上のノード

から rootノードまでのパスからなる prefix-pathを ai 条件付パ

ターンベース (ai conditional pattern base)と呼ぶ。ai conditional

pattern baseから ai を含む条件の下での FP-tree（ai conditional

FP-tree)を構築し、ai を含む全ての頻出パターンを抽出する。

例として図 1中の FP-treeよりアイテム p を含んだ頻出パ

ターン抽出過程を述べる。図 1中の FP-treeにおけるヘッダテー

ブルより頻出パターン (p:3)が得られ、pのノードリンクより

FP-treeの 2つのパス（< f : 4, c : 3, a : 3, m : 2, p : 2 >,

< c : 1, b : 1, p : 1 >）が得られる。p とともにどのア

イテムが出現しているかを見ることによって、p の prefix-

path< f : 2, c : 2, a : 2, m : 2 > を数えることができる。

同様に 2つ目のパスは (c, b, p)が 1度出現し、pの prefix-path

が< c : 1, b : 1 >であることを表す。したがって、p conditional

pattern baseは（< f : 2, c : 2, a : 2, m : 2 >, < c : 1, b : 1 >）

となり、カウント値が 3以上あるのはアイテム (c : 3) のみな

ので、p conditional FP-tree(conditional FP-tree)は、たった一本

の枝 (c : 3)しか得られない。ゆえにたったひとつの頻出パター

ン (cp : 3)しか得られない。したがって、pを含む頻出パター

ンは (p : 3), (cp : 3)である。

3. 2 コンセプトマイニング手法

3. 2. 1 Maximal Pattern Mining

頻出パターン抽出アルゴリズムは、しばしば必要以上に多く

の頻出アイテムセットを算出する。しかし、必要以上に多くの

頻出アイテムセットから、有用な知識を発見することは困難で

ある。Maximal Pattern Miningは、このような問題を解決する

ために、min supを満たす頻出アイテムセットの中からMaxi-

mal Frequent Itemsetのみを抽出するマイニングのことを指す。

Maximal Pattern Miningアルゴリズムとして、Max-Miner [3]、

FPmax [4]などが提案されている。

なお、アイテムセット X が Maximal Frequent Itemsetであ

るということは、「アイテムセットX のサポート値がmin sup

以上であり、かつ X のスーパーセットである任意の X ′ が、

min sup未満のサポート値である」ことである。

3. 2. 2 Closed Pattern Mining

Max Pattern Miningと同じように、Closed Pattern Miningは、

結果として出されるアイテムセット数を減らす目的で、Fre-

quent Closed Itemsetのみを抽出するマイニングである。Closed

Pattern Miningアルゴリズムとして、CLOSET [6],FP-close [5]な

どが提案されている。

なお、アイテムセット X が Frequent Closed Itemsetである

ということは、「アイテムセットX のサポート値がmin sup以

上であり、かつ X と同一のトランザクション上にある X の全

てののスーパーセット X ′ が、min sup未満のサポート値であ

る」ことである。

3. 2. 3 Top-k Mining

一般に最小サポート値から、結果として抽出される頻出パ

ターンの個数を予測することは困難である。最小サポート値が

小さいと大量の頻出パターンが抽出され、逆に最小サポート値

が少しでも大きいと、ほとんど頻出パターンは抽出されない。

このように、適切な min sup を選択することは、一般的に難

しい。このため、min supを閾値として必要とせず、Top-k 頻



出パターンを抽出する Top k Miningが提案されている [7] [8]。

3. 2. 4 Incremental Mining

一般に頻出パターン抽出において、適切なアイテムセットを

抽出することができるまで、試行錯誤をしてmin supの値を変

えなければならない。さらに、一般社会において、頻出パター

ン抽出対象の TDB も、トランザクションレコードの追加、削

除、更新などをおこない絶えず変化をしている。しかし、従来

の頻出パターン抽出アルゴリズムは、min sup の値を変えた

り、TDB が変化するとはじめからやり直さなくていけないア

ルゴリズムであった。

このような背景から、min supの変化、TDB の変化に対し

て、最初にマイニングを行ったときに算出される資源を 2度

目以降のマイニングに適用し、2度目以降のマイニングを高

速に行うことに主眼を置いた、FELINE [9]などが、Incremental

Miningとして提案されている。

3. 2. 5 コンセプトマイニングまとめ

コンセプトマイニングアルゴリズムの特徴の一覧を、表 2に

示す。

表 2 コンセプトマイニングアルゴリズムの特徴

アルゴリズム 特徴

Maximal Pattern Mining

Max-Miner(’98) [3] ・深さ優先探索を行う。

・Maximal Patternの最大アイテムセット上を

l とおくと、TDBへのスキャン回数は、l + 1

回である。

FPmax(’03)[4] ・深さ優先探索を行う。

・FP-growthを基にしたアルゴリズムである。

Closed Pattern Mining

CLOSET(’00) [6] ・FP-growthを基にして、Closed Patternを抽

出する。

・TDBを複数の探索空間に分割して、各探索

空間ごとに FP-treeを構築する。

・TDB へのスキャン回数は 2回である。

FP-close(’03)[5] ・FP-growthを基にして、Closed Patternを抽

出する。

・深さ優先探索を行う。

Top-k Mining

Itemset-Loop / ・Apriori を基にしたアルゴリズムである。

Itemset-iLoop(’00)

[7]

・最大アイテムセット長m以下の頻出パター

ンの中でサポート値降順 k 個を抽出する。

TFP(’02) [8] ・FP-growthを基にしたアルゴリズムである。

・アイテムセット長 l 以上の CLosed Pattern

のうち、サポート値降順 k 個を抽出する。

Incremental Mining

FELINE(’03) [9] ・FP-growthを基にしたアルゴリズムである。

・TDBの情報を、全て CATS-treeに保持して

マイニングを行う。

4. 提 案 手 法

4. 1 従来手法の問題点

データマイニングの実際の応用を考えた時、Top-k Miningは

ユーザビリティを高めるという観点において重要である。Top-k

Miningとして、現在までに提案されている手法は、2000年に

提案された Itemset-Loop / Itemset-iLoopと、2002年に提案され

た FP-growthベースの TFPである。従来のマイニング手法に

おいて、min supを小さくすると、マイニング実行時間が指数

関数的に増加するのと同様に、Top-k Miningアルゴリズムも、

k の値が大きくなると、マイニング実行時間が増加する。した

がって、k の値が大きい場合、応答時間の長時間化という点に

おいてユーザビリティが低い。

4. 2 提案手法の概要

提案手法は、サポート値の大きいパターンから計算していき、

順次ユーザに結果を返すことによって、k の値が大きい場合で

も応答時間を短縮化させた手法 (Pipelined Top k FP-growth)で

ある。以下では、まず Pipelined Top k FP-growthのベースとな

る Top-k Miningである Top k FP-growthについて 4.3で提案す

る。次に、Top k FP-growthを拡張し、サポート値上位の頻出パ

ターンから順次ユーザに返すことによって、応答時間を短縮化

させた提案手法である Pipelined Top k FP-growthについて 4.4

で提案する。

4. 3 Top k FP-growth

Top k FP-growthは、Pipelined Top k Fp-growthのベースとな

る Top-k Miningアルゴリズムであり、本論文で提案する手法で

ある。本手法は、FP-growth [2]をベースとして、min supを与

えることなく、抽出したいアイテムセット数 k を指定して、全

ての Top-k頻出パターンを抽出する。

4. 3. 1 FP-growthからの拡張

Top k FP-growthのパラメータはmin supではなく kである。

したがって kの値から、少ない計算量で Top-k頻出パターンを

抽出するために FP-growthを拡張する。FP-growthからの拡張

点として、新たな閾値 Border sup の設定、FP-treeからのパ

ターン生成数の削減、パターン生成後の出力がある。

　

Border sup　 Border supとは、サポート値降順にソートされ

た 1-itemsetの中で、k 番目に配置された 1-itemsetのサポート

値のことである。即ち、1-itemset集合の中で、Border sup以

上のサポート値を持つアイテムは、k 個存在する。

a ) Bordersupの設定

Top k FP-growthは、閾値として Border sup を用いて FP-

treeを構築する。具体的には、FP-tree構築対象の Frequent

Itemsを、min sup を超えるサポート値を持つ 1-itemsetでな

く、Border supを超えるサポート値を持つ 1-itemsetとする。

［補題 4.1］ Border sup以上のサポート値を持つ 1-itemsetを、

FP-tree構築の対象と限定しても、全ての Top-k頻出パターンを

過不足なく抽出できる。

[証明]　Border supを下回るサポート値を持つ任意の1-itemset

を {α}、任意のアイテムセットを {β}と置くと、

Sup({α, β}) <= Sup({α}) < Border Sup

を満たすので、{α}をサブセットとして含む任意のアイテムセッ



ト {α, β}は、必ずBorder Supを下回る。Border sup以上の

サポート値を持つアイテムセットは、Border supの定義から

必ず kアイテムセット以上存在する。したがって、サポート値

降順に k個の頻出アイテムセットを抽出するには、Border sup

を上回るサポート値を持つ 1-itemsetを FP-tree構築対象とすれ

ばよい。

例えば、表 1の TDB において、1-itemsetの 6番目に高いサ

ポート値は 3であるため、k = 6の時のBorder supは、3とな

る。したがって、1-itemsetである {f}, {c}, {a}, {b}, {m}, {p}
を対象として FP-treeを構築する。

b ) FP-treeからのパターン生成数の削減

構築した FP-treeから全てのアイテムに関してノードリンク

をたどり、パターンを生成すると k パターン以上抽出される。

したがって Top k FP-growthでは、Reduction Arrayという配列

を用いてヘッダテーブルからたどるノードリンク数を削減しパ

ターン生成数を削減することによって、計算量を削減する。

Top k FP-growthでは、FP-treeから生成されたパターンと、

パターンのサポート値を、逐一 Reduction Arrayと呼ばれる配

列に格納していく。この配列はノードリンクをたどり終えるた

びにサポート値降順にソートされる。

　

Boundary sup　 Boundary supは、Reduction Arrayの k番目

に配置してあるアイテムセットのサポート値のことである。

Boundary supは FP-treeからのパターン生成開始時には 0で

あるが、k 個以上のパターンが抽出された時点から、値が大き

くなる性質を持っている。

Top k FP-growthでは、あるアイテム αのノードリンクをた

どり終えて、ヘッダテーブルの次に配置されているアイテム

β のノードリンクをたどる前に、β のカウント値 (=sup(β))

と、上記に示した Boundary sup を比較を行う。そして、

sup(β) >= Boundary supであれば、β のノードリンクをたど

りパターンを生成していくが、もし sup(β) < Boundary sup

であれば、FP-treeからのパターン生成を終了する。

Boundary sup を下回るサポート値を持つアイテムに関し

て、ノードリンクをたどってパターン生成をしなくてもよい

理由を示す。FP-tree構造のヘッダテーブル中にあるアイテム

β のノードリンクをたどって抽出された β を含む任意のパ

ターンは、sup(β) よりも小さなサポート値を持つ。よって、

sup(β) < Boundary sup を満たすとき、β を含む任意のパ

ターンは、Boundary supよりも小さなサポート値を持つこと

になる。さらに FP-treeのヘッダテーブルで βよりも下に配置さ

れている任意のアイテムセット γと、γをたどって抽出されるパ

ターンも、sup(β)よりも小さな値を持つ。よって、γ を含む任

意のパターンについても、Boundary supよりも小さなサポー

ト値を持つこととなる。以上より、sup(β) < Boundary sup

の時、FP-treeからのパターン生成を終了しても、過不足なく全

ての Top-k 頻出パターンが生成される。

例えば、表 1の TDB に対して、k = 6で FP-treeを構築し、

アイテム {a} のノードリンクをたどり終えた時の Reduction

図 2 k = 6 の時のアイテム {a} のノードリンクをたどり終えた後の
Reduction Array

Arrayを図 2に示す。図 2で、Reduction Arrayの 6番目に配置

されているアイテムセット {f, c, a}のサポート値が 3であるた

め、Boundary sup = 3とおかれる。次に、Header Tableにお

いてアイテム {a} のノードリンクをたどり終えた状態を考え
る。この時、次のアイテム {b}のノードリンクをたどる前に、
アイテム {b} のサポート値 (=3)と、Boundary sup を比較す

る。この場合は、sup(b) = Boundary sup であるので、ア

イテム {b}のノードリンクをたどり、パターンを生成するが、
sup(b) < Boundary supであればノードリンクをたどらない。

このようにして、パターン生成を行う。

c ) パターン生成後の出力

上記の a)b)の拡張を行っても、FP-treeから抽出したパター

ンは、k個以上存在する。したがって、FP-treeからパターンを

抽出した後、Reduction Arrayよりサポート値降順 k アイテム

セットをマイニング結果としてユーザに返す。

4. 3. 2 Top k FP-growthアルゴリズム

Top k FP-growthアルゴリズムを示す。

INPUT TDB、抽出したいアイテムセット数 k

OUTPUT サポート値降順上位 k 個の頻出アイテムセット

METHOD

（1） TDB をスキャンして、全ての 1-itemsetのサポート値

をカウントする。

（2） 1-itemsetのサポート値降順 k番目アイテムセットのサ

ポート値を Border supとして、F listを作成する。

（3） 作成した F listを基にして、FP-treeを構築する。

（4） 構築した FP-treeからパターンを生成する。その際、

新たなノードリンクをたどるたびに Boundary supを計算し、

パターン生成数を削減させる。

（5） 抽出した頻出アイテムセットのうち、上位 kアイテム

セットを結果として返す。

FP-growthと Top k FP-growthの違いを表 3に示す。

4. 4 Pipelined Top k FP-growth

Top k FP-growthは、従来の Top-k Miningと同様に、kの値が

大きくなると実行時間が増加する。kの値が大きい場合、応答時

間の長時間化によって、ユーザは長い時間待たされ解析を始め

ることができないことが問題となる。Pipelined Top k FP-growth

は、Top FP-growthを基にしたアルゴリズムで、n = 10i, i >= 2



表 3 FP-growth [2]と Top k FP-growthの違い

FP-growth [2] Top k FP-growth

FP-tree構築対象 min sup 以上の頻出

1-itemset

Border sup以上の 1-

itemset

FP-treeからのパ

ターン生成対象

FP-treeのノード全て Boundary supによっ

て生成数削減

パターン生成後 生成したアイテムセッ

ト全てを結果として抽

出

サポート値順に並び換

えて、上位 k アイテム

セットを結果として抽

出

（デフォルト値（注1））を満たす Topnを順番に抽出していき、最

終的に Topk を抽出するアルゴリズムである。nの値はユーザ

が自由に設定できる。Pipelined Top k FP-growthは、計算でき

次第サポート値上位のパターンをユーザに返すことによって、

ユーザ応答時間を短くできる。

デフォルトの値である n = 10i, i >= 2の場合においてのマイ

ニングプロセスは、次のようになる。k が 100 < k <= 1000の

場合は、はじめに Top100を抽出してから Top k を抽出する。

1000 < k <= 10000の場合は Top100,Top1000を抽出してから、

Top k を抽出する。Pipeline Top k FP-growthの利点は、以下に

挙げるとおりである。

例えば、k = 3000としたとき、Top 3000の算出に必要な時

間は、Top 100の算出に必要な時間よりも長い。このため、Top

3000を一度に算出する時間、ユーザは待たされることとなる。

しかし、100個を早い段階で算出していけば、Top 100が算出

できた時点でユーザは結果の解析を始めることができる。し

たがって、ユーザによる解析まで含めた合計時間は、Pipelined

Top k FP-growthの方が、Top FP-growthよりも短くなると考え

られる。

4. 4. 1 Pipelined Top k FP-growthのアルゴリズム

Piprlined Top k FP-growthのアルゴリズムを示す。

INPUT TDB、抽出したいアイテムセット数 k

OUTPUT サポート値降順上位 k 個の頻出アイテムセット

METHOD

（1） TDB をスキャンして、全ての 1-itemsetのサポート値

をカウントする。

（2） i = 1とする。

（3） k > 10i+1 の場合は、n = 10i+1 とし、k <= 10i+1 の

場合は、n = k とする。

（4） 1-itemsetのサポート値降順 n番目アイテムセットのサ

ポート値を Border supとして、F listを作成する。

（5） 作成した F listを基にして、FP-treeを構築する。

（6） 構築した FP-treeからパターンを生成する。その際、頻

出アイテムセットを生成するたびに Boundary supを計算し、

パターン生成数を低減させる。

（7） 抽出した頻出アイテムセットを、サポート値降順に

（注1）：一度結果をユーザに返せば、ユーザは解析を開始できるので、2 度目以

降の応答時間はそれほど重要でなく、アルゴリズム全体の速度を向上させるため

に、デフォルト値 n = 10i, i >= 2 を選んだ。

ソートし、上位 nアイテムセットを結果として返す。

（8） k = nの場合は、マイニングを終了し、k > nの場合

は、iをインクリメントして、(3)に戻る。

5. 性 能 評 価

第 4節で述べた Pipelined Top k FP-growthを実装し、ユーザ

応答時間、従来手法である FP-growthとの実行時間比較、大規

模データベースに対してのスケーラビリティを評価した。

5. 1 実 験 環 境

第 4節で提案した手法を、Intel Pentium4プロセッサ 2.4GHz

と、1GBのメモリを搭載した計算機 1台で実行した。なお、実

装した手法を評価するデータセットとして、IBM の人工データ

生成プログラム [10]を用いてデータセットを生成した。生成し

たデータセットは、T10I4D1000kである。T10I4D1000kはトラ

ンザクション総数が 1000,000(1000k)、トランザクションあたり

のアイテム数が 10、パターンの平均最大長が 4というパラメー

タを持つデータセットである。

5. 2 ユーザ応答時間の評価

Pipelined Top k FP-growthにおいて kの値を 100 <= k <= 10000

の範囲で、500ずつ増やして実行時間を測定した。抽出したアイ

テムセット数 (Topk)と実行時間の関係を図 3に、Border sup

と実行時間の関係を図 4に示す。

図 3、図 4の凡例について説明する。

First Result Pipelined Top k FP-growthで、Top 100を抽出する

までの時間

Secound ResultPipelined Top k FP-growthで、Top 1000を抽出

するまでの時間

Total Result Pipelined Top k FP-growthで、最終的に Topkを抽

出し終えるまでの時間

Direct 一度に Top k を抽出するまでの時間、即ち Top k FP-

growthの実行時間

図 3 Topk と Pipelined Top k FP-growthの実行時間

また、Directの時間を基準にして、First Result, Second Result,

Total Resultの時間の割合と抽出したアイテムセット数 (Topk)の

関係を図 5に示し、同じくDirectの時間を基準にして、First Re-

sult, Second Result, Total Resultの時間の割合と Border sup(%)



図 4 Border sup と Pipelined Top k FP-growthの実行時間

の関係を図 6に示す。図 5、図 6の凡例について説明する。

First Result
PipelinedTopkFP−growth で Top100 を抽出するまでの時間

Direct で算出した時間 × 100

Secound Result
PipelinedTopkFP−growth で Top1000 を抽出するまでの時間

Direct で算出した時間 × 100

Total Result
PipelinedTopkFP−growth で Topk を抽出するまでの時間

Direct で算出した時間 × 100

図 5 Directを基準とした実行時間の割合と Topk の関係

図 6 Directを基準とした実行時間の割合と Border sup の関係

図 3、図 4より、Pipelined Top k FP-growthの全体実行時間よ

りも Top FP-growthの実行時間の方が早いことがわかる。これ

は、Pipelined Top k FP-growthの全体実行時間は、Topkを抽出

する時間に加え、Top 100, Top 1000を抽出する実行時間が加算

されることに起因する。また、k = 100 から k = 500 に変化

する時、Pipeline Top k FP-growthの全体実行時間の増分が大き

くなってしまっている。これは、k = 100の時は TDB を読み

込み Top 100パターンを抽出してマイニングが終了するのに対

し、k = 500の時は、TDB を読み込み、一度 Top 100パター

ンを抽出した後、Top 500パターンを抽出することでマイニン

グを終了することに起因する。

しかし、Pipelined Top k FP-growthでは、最初にユーザに結果

を返す時間を k の値をいくつに設定しても、20秒程度である。

例として、k = 3000を考える。一度にサポート値降順 3000パ

ターンを抽出するには、約 47秒かかるのに対し、Pipelined Top

k FP-growthでは、約 20秒最初の結果をユーザに返すことがで

きる。

図 5、図 6を見ると、Pipelined Top k FP-growthは、Top k FP-

growthと比べて 120%前後の時間がかかってしまうという欠点

が存在するが、サポート値降順 100パターンは、Directに対して

k = 1000の時で約 70%、k = 3000の時で約 40%、k = 10000

の時で、約 20%の時間でユーザに返すことが可能となる。また、

サポート値降順 1000パターンは、Directに対して k = 3000

の時で約 70%、k = 5000の時で約 50%、k = 10000の時で約

40%の時間でユーザに返すことが可能となった。

5. 3 FP-growthとの実行時間比較評価

Pipelined Top k FP-growthとの比較のために、FP-growthアル

ゴリズムを 0.09 <= min sup <= 0.23の範囲で、min supを 0.01

ずつ増やして、実行時間を測定した。抽出したアイテムセット

数 (Top k) と実行時間の関係を図 7に、Border sup と実行時

間の関係を図 8に示す。FP-growthは、min sup以上のサポー

ト値を持つ全ての頻出パターンを抽出するアルゴリズムである

ため、Pipelined Top k FP-growthと単純に比較することはでき

ない。したがって、図 7、図 8においての FP-growth実行時間

のプロット方法を説明する。

• 図 7においては、各 min sup で、抽出されたパターン

数を横軸（Top k）にとり、実行時間を縦軸にプロットした。

• 図 8 においては、各 min sup で抽出された頻出パ

ターン数から、Top k FP-growthで抽出するために必要な

最大の Border sup を求める。求めた Border sup を、横軸

(Border sup)にとって実行時間を縦軸にプロットした。

図 7 Top k を基準とした Pipelined Top k FP-growthと FP-growthの

比較



図 8 Border supを基準としたPipelined Top k FP-growthと FP-growth

の比較

図 7、図 8 を見ると、FP-growthは、Pipelined Top k FP-

growth(Total)の約 60%の実行時間で頻出パターンを抽出する。

これは、同じパターン数を抽出するにあたって、Pipelined Top

k Fp-growthの方が、

• 多くの 1-itemsetを対象にして FP-treeを構築している

　　　こと

• FP-treeからのパターン生成において、多くのパターン

　　　を抽出していること

が挙げられ、また Pipelined Top k FP-growthは、FP-growthに

比べ、余分に

• FP-treeのノードリンクをたどり終えるたびに、生成した

　　　パターンをサポート値降順に並び替えること

を行っているからである。

しかし、Pipelined Top k FP-growthアルゴリズムは、あらゆ

る Top数、あらゆる Border supにおいても、FP-growthより

も短時間で最初の結果をユーザに返すことが分かる。

5. 4 大規模データベースに対してのスケーラビリティの評価

Pipelined Top k FP-growthの大規模データベースに対しての

スケーラビリティを評価するために、同じく IBM の実行デー

タ生成プログラム [10] を用いて、トランザクション数の違う

新たなデータセット T10I4D100k、T10I4D500k、T10I4D5000k、

T10I4D10000kを生成した。これら 4 つのデータセットと、

T10I4D1000kの 5つのデータセットを対象に、k = 10000での

Pipeline Top k FP-growthの実行時間を測定した。図 9にトラン

ザクション数と実行時間の関係を示す。凡例は図 3と同じであ

る。図 9を見ると、First Result、Second Result、Totalの実行時

間が、トランザクション数に比例していることが分かる。これ

は、データセットが大きくなればなるほど、Totalの実行時間

と、First Resultの実行時間の差が大きくなることを意味する。

即ち、データセットが大きくなればなるほど、Pipelined Top k

FP-growthのユーザ応答時間を短くする目的が達成できる。

6. お わ り に

本稿では、2000年に Hanらによって考案された FP-growthを

基にし、抽出したい最大アイテムセット数ｋを指定して、サ

ポート値降順に頻出アイテムセットを求め、順次ユーザに表示

する手法を提案した。本手法を T10I4D1000kに対して適用し

図 9 トランザクション数と実行時間の関係

たところ、サポート値上位 3000パターンを FP-growthにより

一度に求める場合（予め上位 3000パターンに対応する最小サ

ポート値が既知と仮定）に比較し、最初の上位 100パターンを

約 50%の処理時間で、また全 3000パターンを約 140%の処理

時間でユーザに提示することができ、ユーザ応答性を向上させ

ることができた。

本稿で提案した手法は、ボトルネックとなっていた I/O関係

の処理を並列に実行することで、高速化を期待することができ

る。今後は、Pipeline Top k FP-growthを並列化して、性能を評

価していきたい。

謝 辞

本研究の一部は、文科省２１世紀 COE「プロダクティブ ICT

アカデミア」によるものである。

文 献
[1] R.Agrawal, R.Srikant.“ Fast algorithms for mining association

rules”. In VLDB ’94, pp. 487-499, Santiago, Chile, Sept. 1994.
[2] J. Han, J. Pei, and P.S. Yu,“Mining frequent Patterns without Candi-

date Generation,”In Proceedings of the ACM SIGMOD Conference
on Management of Data pp.1-12, 2000.

[3] Bayard, R.J. ”Efficiently mining long patterns from databases”, In
Proceedings of the ACM SIGMOD Conference on Management of
Data, pp. 85-93, 1998.

[4] G.Grahne and J.Zhu, ”High performance mining of maximal frequent
itemsets,” In SIAM’03 Workshop on High Performance Data Mining,
May 2003.

[5] G. Grahne and J. Zhu, ”Efficiently Using Prefix-trees in Mining Fre-
quent Itemsets,” In Proceedings of the IEEE ICDM Workshop on
Frequent Itemset Mining Inplementations, 2003.

[6] J.Pei, J.Han, and R.Mao, ”CLOSET: An efficient algorithm for min-
ing frequent closed itemsets,” In DMKD’00, 2000.

[7] A.W.-C Fu. R.W.-W. Kwong, and J.Tang, ”Mining n-most interseting
itemsets,” In Proceedings of the ISMIS’00, 2000.

[8] J. Han, J. Wang, Y. Lu, and P. Tzvetkov, ”Mining Top-K Frequent
Closed Patterns without Minimum Support,” In Proceedings of IEEE
ICDM Conference on Data Mining, 2002.

[9] W. Cheung and Osmar R. Zaiane, ”Incremental Mining of Frequent
Patterns Without Candidate Generation or Support Constraint,” 7th
International Database Engineering and Applications Symposium
(IDEAS 2003), Hong Kong, China, July 16-18, 2003.

[10] IBM Quest Data Mining Project. Quest synthetic data generation
code. http://www.almaden.ibm.com/cs/quest/
syndata.html

[11] 岩橋永悟,山名早人:”FP-growthの並列化による頻出パターン抽出
の高速化”, 情処研報 (DBS),Vol.2003,No.71,pp.327-334 (2003.7).


