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1. はじめに 

時と場所を選ばずに学習できる e-Learning は大学や企

業研修等で普及し発展してきた． しかし既存のシステムの

多くは教材を単純に並べたものや，オンラインテストの実

施に留まる等，学習に関して e-Learning ならではの利点

が見当たらないシステムが多い．個別復習支援システム

AIRS では，学習者毎の学習志向にあったコンテンツの提

供を行っている[1]．これはその学習者に適したコンテンツ

を，その学習者の履歴データや他学習者の履歴データによ

って学習を効率化させるアルゴリズムを利用している[2]．

しかし履歴データが蓄積されていない時点での推薦には対

応できないという欠点がある．それを解決する手法として

ユーザの背景情報を用いた属性相関手法を提案し，その有

用性を評価する．本稿では上記の目的に対して以下の 2 点

を行う． 

1. ユーザの背景情報を用いた属性相関手法を提案する． 

2. 提案手法により被験者実験を実施，評価する． 

2. 関連研究 

ユーザの嗜好を推測し，コンテンツを推薦するシステム

は現在では研究が進み様々な web サービスで利用されて

いる．例えば EC サービスの Amazon[3]ではユーザの商品

ページ閲覧履歴，購買履歴などのデータをもとに，ユーザ

が好みそうな商品を推薦し提示してくれる．これらの多く

は協調フィルタリング（以下，CF）[4]が利用されている．

だが教育の現場において，授業など現実ベースの教育に対

して CF を利用する研究[5]はあるが，実際に e-Learning

システムに実装されている例は少ない．本学では AIRS に

おいてユーザに対して学習コンテンツの推薦を行っている．

しかし CF にはユーザがある程度のコンテンツを利用しな

いと，履歴が得られず精度の高い推薦結果が得られない，

という問題がある．これは Cold-Start 問題と言われてい

る[6]．講義などで習った内容の不明点の解消や再習得に利

用したいユーザにとってこれはマイナスである．本研究で

はこの Cold-Start 問題に焦点を当てた属性相関手法を提

案する． 

3. 協調学習推薦 

 提案手法の説明に入る前に，簡単に協調学習推薦につい

て触れておきたい．これ以降，ユーザを学習者と，履歴デ

ータを学習履歴と呼称する． 

3.1 推薦手法 

CF はユーザベース推薦とアイテムベース推薦の二つに

大きく分かれる[7]．ユーザベース推薦は推薦対象の学習者

と類似した学習者を見つけ出し，類似学習者の学習履歴か

ら有効なコンテンツを抽出して推薦する．これによって単

純なコンテンツ毎のアクセス数の分布の違いに左右されず

にその学習者に最適なコンテンツを推薦できる可能性が高

い．図 1 にユーザベース推薦方式の図を示す．  

 
 
 
 
 
 
 
 
 
 
   
 
 
 

図 1  ユーザベース推薦 

3.2 類似学習者抽出 

全学習者�U|u�, u�, u�, … u
�の学習履歴から推薦対象の学

習者(u)と学習傾向が類似している類似学習者を導き出す．

学習者 u と学習者u�それぞれの学習履歴を比較し，相関係

数などで評価する．これを学習者 u 以外の全ての学習者に

対して行い，学習者 u に対して類似度の高い順番で順序付

けし，特に高い学習者を類似学習者とする．表 1 の場合，

基準となる学習者 N と学習者 X， Y を比較している．学

習者 X は学習履歴全一致であるのに対し学習者 Y は一件

一致のみであるため，学習者 X は学習者 Y と比較して相

関係数が高くなり，類似学習者として抽出される．これを

全学習者 U に対して実施し，それぞれの学習者の類似学習

者を抽出する． 

表 1 学習履歴 

    Content 1Content 1Content 1Content 1    ContenContenContenContent 2t 2t 2t 2    Content 3Content 3Content 3Content 3    

User User User User NNNN    A B C 

User XUser XUser XUser X    A B C 

User YUser YUser YUser Y    C D E 
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3.3 推薦コンテンツの抽出 

類似学習者の学習履歴において多く閲覧されたコンテン

ツは類似学習者にとって苦手であったと仮定して，当該コ

ンテンツを苦手克服コンテンツとして推薦する．類似学習

者がコンテンツ A を 9 回，コンテンツ B を 3 回，コンテ

ンツ C を 5 回閲覧していた場合，最も閲覧回数が多いコン

テンツ B を当該学習者に推薦する．複数の類似学習者を抽

出した場合にはそれぞれの結果の平均を取るという手法が

使われている[1]． 

 

 

図 2  推薦コンテンツの抽出 

4. 属性相関手法 

以上の通り，協調学習推薦は学習者の履歴をベースに推

薦コンテンツを選定するものであるため，学習履歴が存在

しない学習者や学習履歴が一定以上蓄積されていない学習

者（以下，新規学習者）に対してうまく類似学習者を抽出

できず，結果として精度の高い推薦結果を提示することが

できない． 

そこで新規学習者の背景情報を収集し属性データとして

扱い，推薦を行う学習者と属性データが似通っている属性

類似者の抽出を行う手法を提案する． 

4.1 概要 

協調学習推薦手法において Cold-Start 問題が発生して

しまう主な原因は，3.23.23.23.2 節に述べた類似学習者抽出において

新規学習者の履歴が少ないことにある．つまり，新規学習者と

既存の学習者の間の相関を別の方法で評価できれば，この問

題を解決できると考える．図 3 は提案手法を取り入れた全体の

フローチャートである． 

4.2 属性データ 

属性データはメタデータ，例えば年齢，性別，趣味嗜好，

得意科目，苦手科目などの個人情報から取得する．これら

は学習履歴が無くとも新規学習者が必ず保持している情報

になる． 

4.3 属性データの体系化 

属性データは各データ間で関連性がある．例えば，高校

教育においてライティングと物理に関連性は見出せないが 

数学 IA と物理には理系科目という点において一定の関連 

 

 

 

 

 

 

 

 

 

 

 

 

 

図 3 属性相関手法フローチャート 

 
性が見出せる．このように属性データの内部を体系化して 
表現する必要があると考える．これは学習履歴と比較して

利用できる属性データの量が少ないことが予想されるから

である． 

 学習属性の場合，例えば高校における教育を例にとると，

授業科目をルートノードとして，子ノードを理系と文系と

いう系統，さらにその子ノードに大まかな授業区分，さら

にその下にはより詳細な授業の名称と定義付けられ，階層

化される．下の層に移るにつれデータの具体性が上がるの

で，情報としての重みが増していく．この重みを，ルート

ノード直下の第一層を 0.5 点，以下層を下る毎に 1 点，2

点，4 点と 2 倍ずつ増える点数で表現する．これは深層部

の評価値を高めるためである． 図 4 は学習に関する属性

データを体系化した例である．これを「学習」や「職種」

などと，評価に必要な属性の種類だけ作成する． 

 

図 4  階層的な属性データ体系 

4.4 属性データ類似度と属性類似者の抽出 

 新規学習者と他の全学習者の間で属性の適合を比較し全

ての属性における点数を合算し，点数が高かった順番で順

序付けし特に高い学習者を属性類似者とする．表 2 の場合，

学習者 N は物理を得意科目としているので上位ノードであ

る理科，理系も情報として持っている．学習者 X は全一致

であるので 2 点．学習者 Y は理系科目のみの一致であるの

で 0.5 点の点数が与えられる． 従ってこの段階では X が

属性類似者となる．これを用意した属性だけ繰り返して合

FIT2011（第 10 回情報科学技術フォーラム）

Copyright © 2011 by Information Processing Society of Japan and
The Instiute of Electronics, Information and Communication Engineers
All rights reserved.

 450

(第4分冊)



算し，最終的に点数が高かった学習者を属性類似者として

抽出することになる 

表 2 属性類似度テーブル 

    理系理系理系理系    理科理科理科理科    物理物理物理物理    化学化学化学化学    数学数学数学数学    

UserUserUserUserNNNN    0.5 1 2 0 0 

UserXUserXUserXUserX    0.5 1 2 0 0 

UserYUserYUserYUserY    0.5 0 0 0 1 

 

4.5 類似学習者と属性類似者の関係 

図 3 のフローチャートでは学習履歴が十分量ある場合は

属性相関手法をスルーして通常の協調学習推薦のアルゴリ

ズムで動くことが示されている．これは属性相関手法が学

習履歴による類似学習者の抽出よりも優れた結果を導くこ

とはないと推測できるからである．なぜなら，類似学習者

の抽出には推薦するコンテンツそのものを履歴として使用

しているのに対し，属性相関はそれとは直接関連のない，

学習者の背景情報を使用している．この二つを比較したと

き，学習履歴の方がシステムに対して純粋な情報であるこ

とは間違いない．例えば，今まで本を読んだことの無い人

に本を推薦するために，別の趣味や特技などの要素からそ

の人が好みそうな本を推薦するという考え方を取り入れて

いるからだ．この手法は Cold-Start 問題を解決すること

を第一義としている． 

5. 実験 

提案手法の効果を明らかにするために被験者実験を行っ

た．評価したのは以下の 2 点． 

� 提案手法に有効性はあるか 

� 属性データ選定に関しての仮説の立証ができたか 

5.1 属性データ選定に関する仮説 

 属性データは 3.1 節で述べた通り学習者のメタデータに

なるのだが，学習者の個人情報の全てが必要とは限らない．

例えば健康を保つための運動を推薦するなら身長や体重な

どの身体的な情報は重要になるが，小説を推薦するのにこ

れらの情報は必要ないはずである．つまり，推薦するコン

テンツに対して関連がある属性が高い相関を示すのではな

いだろうかという仮説を立てた．ここでは教育支援システ

ムにおける推薦システムとなるため，学習に関する情報は

特に学習と関係のない属性と比較して高い相関を示す，と

いうことになる．  

5.2 実験内容 

5.2.1 事前準備 

    予め学習に関する属性として高等学校の授業科目を，そ

れ以外の属性として趣味をそれぞれ体系化して用意する．

趣味を選んだ根拠は，身長などの生来的な情報よりも学習

者自身が後天的かつ能動的に決定しているため，学習者の

嗜好がうまく反映されているのではという推測に基づいて

いる．学習属性に高等学校の授業科目を選択したのは，実

験参加者である大学生の学年による差異を出さないためで

ある． 

趣味に関しては体系化されたモデルが存在していなかっ

たため憶測で体系化したが，高等学校の授業科目に関して

は文部科学省が定めている高等学校学習指導要領を参考に

している[8]．属性の階層はそれぞれ 3 層に統一する．これ

は，階層の深さによって得点の重みが変化することで発生

する得点差のバイアスを抑えるためである．よって得られ

る属性データは 2 属性 3 階層のものになる． 

5.2.2 被験者について 

 2 グループ合計 18 人の学生の被験学習者集団に対して，

実験直前にアンケートを行った．質問は以下の 2 点． 

� 高校生時に得意だった教科(学習属性) 

� 現在の趣味（趣味属性） 

 このアンケートによって被験学習者の属性を収集した．

回答形式は，選択する属性の量が多かったため自由記述に

したが，正規の回答ではなかった場合こちらから再度質問

をすることで属性情報の正規化を図った． 

その後被験学習者に実験の内容について以下の 3 点を説

明し，実施した． 

� 学習時間は 15 分 

� コンテンツは「データベース」 

� 学習時間終了後に実力テストあり 

また，コンテンツ「データベース」は 15 分間で学習し

きれるものではないので，各自わからない部分を選択し重

点的に学習してもらうようアナウンスを行った．これはコ

ンテンツの 1 番最初から順番に学習するという事態を避け

るためである． 

また、この実力テストも被験学習者にモチベーションを

高めて短時間で勉強を効率化してもらうためのものであり，

実験の評価自体には影響しない． 

5.2.3 分析方法 

図 5 に実験の概略図を示す．15 分間の学習で得た学習

履歴による類似度（類似学習者）と，収集した属性データ

による類似度（属性類似者）をそれぞれ算出，比較し評価

する．具体的には，上記 2 つの類似尺度からそれぞれ得ら

れた類似学習者と属性類似者の順位に対する順位相関を被

験学習者の数だけ取得する．学習履歴による類似度の算出

には jaccard 係数を用い[7]，順位相関の算出にはケンドー

ルの順位相関係数を用いる[9]．属性相関手法はあくまで新

規学習者に向けられたものである．学習履歴による類似度

は信頼性が高いためこちらを基準として扱う．つまり学習

履歴による類似度（類似学習者）における順位と，提案手

法によって算出された類似度（属性類似者）における順位

の間で順位相関を取るので，これの被験学習者全員分の平

均が高い場合は，学習者の抽出に関して類似学習者の抽出

に迫る信頼性が得られたとみなせるため，有効性が認めら

れる事になる．  
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図 5  分析方法の概要 

5.3 実験結果 

表 3，4 は，それぞれのグループにおける実験結果であ

り，数値はそれぞれの属性類似者と類似学習者の順位との

間で順位相関を取ったものをグループ全体の平均と標準偏

差を取ったものである．順位相関は相関係数であるため-1

から 1 の間を取る．1 に近ければ相関が強く，-1 に近けれ

ば逆相関，0 に近ければ相関が弱いになる．それぞれの表

を見れば分かるとおり，どちらも平均は|0.1|以下であっ

たため相関なしということになり有意な結果は得られなか

った．また，学習属性と趣味属性では誤差ほどの差異しか

無かったため，仮説は否定された．標準偏差も一つを除い

て 0.2 以下にまとまっているため，この結論は妥当である

と考える． 

表 3  グループ 1 の実験結果 

 学習属性 趣味属性 総合属性 

平均 ----0.077 0.077 0.077 0.077     ----0.044 0.044 0.044 0.044     ----0.095 0.095 0.095 0.095     

標準偏差 0.18050.18050.18050.1805    0.2204 0.2204 0.2204 0.2204     0.17980.17980.17980.1798    

表 4  グループ 2 の実験結果 

 学習属性 趣味属性 総合属性 

平均 0.10320.10320.10320.1032    0.02380.02380.02380.0238    ----0.03970.03970.03970.0397    

標準偏差 0.40740.40740.40740.4074    0.29010.29010.29010.2901    0.37480.37480.37480.3748    

 

5.4 考察 

このような結果になった原因を考えると，属性データの

量が不足していたという可能性が浮かび上がる．そこで被

験者のデータを個別に見ると，属性相関による順位におい

て，同率順位の発生が被験者の多くに対して確認された．

中には趣味属性が他被験学習者全員に対して一律の数値が

出てしまい順位相関が求められないケースも数例あった． 

だがサンプルデータが少なかったとはいえ相関係数の平

均の値が 0 に近かった結果は無視できない．点数計算の方

法を変更したりなどの総合的なアルゴリズムの変更も視野

に入れる必要である可能性もある． 

6. おわりに 

本稿では，属性相関手法についての提案を行い，その有

用性を評価するために実験を行い，そこで背景情報と推薦

対象のコンテンツの関係性についての仮説の検証も行った．

その結果，提案手法では Cold-Start 問題の解決に対して

有効性を示せず，仮説も否定された． 

これはこの手法によって推薦を行うことが難しいことを

示しているのと同時に，学習の推薦に関して過去に学習し

た事柄の情報と，それとは関連の無い情報の間に，現在学

習している事柄との直接的な関係は弱いことを表している

と考える．今後は属性データを増やした状態での再実験を

行うとともに，新しい Cold-Start 問題を解決する枠組み

の開発に取り掛かりたい． 
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