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1. まえがき
自然言語処理では，様々な単語や文章などを変数とし
た共起頻度に基づく同時確率表のパラメトリックなモデ
リングがしばしば行われる．一般に単語の種類が多く
なることで，各変数の状態数が非常に多くなり確率表
は巨大になる．このような表を少ないパラメタで表現
するための代表的な方法としては，PLSA(Probabilistic
Latent Semantic Analysis)[7]といったものが提案され
ている．PLSAでは巨大な同時確率表を対象とした具体
的なモデルとして，例えばアスペクトモデル [8]や潜在
クラスモデル [1] と呼ばれる混合モデルが用いられる．
例として 2 つの離散変数 A と B の組み合わせによっ
て表現される X = (A,B) を考えた時，X のある状態
x = (A = a,B = b)においてデータが観測される確率を
K 個の独立モデルの混合で表すと，

q(x; θ) =
K∑

k=1

πkpk(a)pk(b) (1)

のように与えられる．ただしここで pk(a) と pk(b)
は k 番目の独立モデルにおける A と B の周辺確
率，πk は混合率，θ は混合モデルのパラメタで θ =
(π1, · · · , πK−1, p1(A), p1(B), · · · , pK(A), pK(B)) を表
す．式 (1) の混合モデルのパラメタは EM アルゴリズ
ム [10, 13] などを用いて推定することが可能となる．し
かしこの混合モデルは各変数の状態数に応じてパラメタ
の数も増加するため，相対的に十分な数のデータが無い
状況でそのまま推定してしまうと，オーバーフィットが
深刻となる場合がある．これを緩和するための単純な方
法としては，経験分布に微小な定数を足して正規化する
方法や EM アルゴリズムが収束する前に止める方法な
どがあるが，近年，EMアルゴリズムの目的関数をオー
バーフィットが緩和されるように改変する方法 [12, 5, 4]
がいくつか提案されている．これらの方法では目的関数
を従来のものから様々に変化させることによって柔軟な
オーバーフィットの緩和を実現している．
このように同じモデルの推定を行うためにいくつかの
アルゴリズムが存在している場合，種々の推定方法・推
定結果の善し悪しは，一般のモデル選択における議論の
枠組みで評価することが可能である．しかし多くのモデ
ル選択の指標では，適切な評価を行うための前提として
充分大量のサンプルがある状況を仮定している．そのた
め，推定時のオーバーフィットが深刻となるような少数
のサンプルの下では適切な評価が行うことができない．
本稿ではデータが少ない時の離散モデルの推定結果の評
価を目的として，推定のロバスト性という観点から信頼
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のおける評価指標を導出し，この指標の適切さを実験に
よって確認する．

2. モデルの評価
標本空間 X に属する 1つのサンプル d ∈ X が観測さ

れたとき，この経験分布を

δd(x) =

{
1 (x = d)
0 (x 6= d)

(2)

と定義する．ある分布 pに従って観測されるN 個のデー
タ x1:N = {x1, . . . , xN}の経験分布 p̃は，δdを用いるこ
とで

p̃(x) =
N∑

n=1

1
N

δxn(x) (3)

と表すことができる．定義域を Θとするパラメタ θ で
記述されるモデル q(x; θ)を考えた時，データに基づく
θ の推定とは，経験分布 p̃(x)をうまく再現できる θ を
選ぶことである．モデルを評価する際には，推定結果が
分布をどの程度再現しているか，推定結果がどの程度安
定しているか，などが重要な指標となる．以下では前者
を評価するための指標として情報量，後者の指標として
SC，GESを紹介し，さらに一般に用いられるモデル選
択規準について触れる．
2.1 情報量
モデル qの良さを評価するための考え方として，ある

分布 pに対する近さを表す情報量 D(p, q)が重要な役割
を果たす．
代表的な情報量としては KL情報量

DKL(p, q) =
∑
x∈X

p(x) log
p(x)
q(x)

(4)

が挙げられる．KL情報量は pと qに関して非対称であ
り，p(x) > 0，q(x) = 0において発散してしまうなどの
特徴を持っている．また pを経験分布 p̃とした時に

q̂ = argmin
q

DKL(p̃, q) (5)

となるような推定モデル q̂が最尤推定モデルとなること
も広く知られている．

KL情報量の他にも様々な情報量があるが，特にBreg-
man情報量 [11, 4] に属する情報量の中で KL情報量の
1つの一般化となる β-情報量

Dβ(p, q) =
∑
x∈X

{
p(x)β+1

β(β + 1)
− p(x)q(x)β

β
+

q(x)β+1

β + 1

}
(6)

461

F-050

FIT2007（第6回情報科学技術フォーラム）



は適切な βの値を選ぶことによって，次節で述べる推定
のロバスト性を実現することができる [5, 3] ．
ここに示した 2つの情報量はどちらもD(p, q) ≥ 0であ

り，小さい値を示す程 qが pに近いことを表す．本稿で
は分布 pが与えられた時のモデル q の良さを，DKL(p, q)
の小ささで評価する．

2.2 ロバスト性
例えばオーバーフィットが問題視される状況では，デー
タのわずかな違いによってモデルの推定結果が敏感に変
化してしまう．データの違いに対して推定結果の揺らぎが
少なければ推定結果の信頼性は高いと考えられ，この性
質のことをロバスト性と呼ぶ．ロバスト性を評価するため
によく使われる考え方としては IF(Influence Function)
やGES(Gross-Error Sensitivity)が挙げられる [6]．本稿
ではモデルをデータで評価するための指標としてこれら
の考え方を用いる．

N 個のデータで構成される経験分布 p̃が，未知のサ
ンプル dが加わることによって p̃dへ変化したとすると，
式 (2)と (3)を用いることで p̃d は

p̃d(x) =
Np̃(x) + δd(x)

N + 1
(7)

と表せる．以下では分布 p̃，p̃dに基づいて推定されたモ
デルを q̂，q̂dとし，それぞれの推定パラメタを θ̂，θ̂dと
表す．すると x1:N に，未知のサンプル dが加わること
によって推定量が変化する度合いは

SC(d) = (N + 1)(θ̂ − θ̂d) (8)

のように表すことができる．式 (8) で表される
SC(Sensitivity Curve)[6] は経験分布に摂動が入った時
の推定結果への影響の大きさとして解釈することがで
き，この値の絶対値が巨大になる推定法ほどそのデー
タ dに対するオーバーフィットの影響が大きいことにな
る．この考え方に基づいて，以下では経験分布に基づく
GESを

γ = max
d∈X

||SC(d)|| (9)

のように定める．ただし || · ||は 2つのパラメタベクト
ルを比較するための適切なノルムで，例えば単純な比較
としては L2 ノルム，L1 ノルムなどを使うことができ
る．ここで γは分布が最悪な歪み方をした時のオーバー
フィットの影響の大きさを表現していることになる．つ
まり式 (9)が小さい程，分布の歪みに対して推定量が変
化しにくく，高いロバスト性を持つことになる．

2.3 一般的な評価手法とその問題点
例えば一般の情報量に基づくモデル q(x; θ)のパラメ

タの推定では，式 (4)や (6)を用いて

θ̂ = argmin
θ∈Θ

D(p̃, q(θ)) (10)

を実現することによって，対応する推定パラメタ θ̂を求
めることができる．一方本当に興味があるのは真の分布
との距離をKL情報量で測ったDKL(p, q(θ̂))の小ささで
あるが，pが未知の状況ではこのような評価を直接行う

ことは不可能となる．一般的なモデル選択の手法では，
経験分布 p̃ が真の分布 p の周囲でどのようにばらつく
かを考慮することで，真の分布 pのどの程度良い近似と
なっているかを推定し，それを比較している．
例えば一般的な情報量規準は，

DIC = DKL(p̃, q̂) +バイアス (11)

の小ささで平均的な q̂の良さを評価していると解釈する
ことができる．ここでバイアスは，

バイアス = E[DKL(p, q̂) − DKL(p̃, q̂)] (12)

の意味であり，様々な経験分布を考えた時の情報量の平
均的な差を表している．AIC[2]やGIC[9]などでは，サ
ンプル数が充分多い時の q̂のばらつき方の漸近的な性質
を利用して，このバイアス項を導出している．しかしこ
のような情報量規準では，サンプル数が少ない時には漸
近論が破綻し，適切な評価を行うことができない．
また，モデルの評価方法としてクロスバリデーション
やブートストラップなどのリサンプリング法も用いられ
る．例えば one-leave-out クロスバリデーションではN
個のデータ x1:N の中から n番目のデータ xn を抜いた
ものを用いて推定したモデル q̂−nを δxn で評価するとい
うことを繰り返し，

DCV =
1
N

N∑
n=1

DKL(δxn , q̂−n) (13)

というような評価値の小ささでモデルの良さを評価する．
このようなリサンプリング法では漸近的な性質を利用せ
ずに，データに基づいて経験分布のばらつきによる q̂の
平均的な良さを測ることができる．しかしこうしたリサ
ンプリング法でも，サンプルが少ない時にはうまく評価
できない場合がある．これはある状態 x に着目した時
に，真の分布が p(x) > 0であるにも関わらず経験分布
が p̃(x) = 0 となってしまう，サンプリングゼロ [1]の状
況が頻出することで，リサンプリングによって状態 xが
本来生み出すばらつきを再現できないためである．

3. 最悪値評価に基づく評価
情報量規準やリサンプリング法では経験分布のばらつ
きを考慮した時の推定結果 q̂ の平均的な良さを測って
いるが，少数サンプルの時にはこれらの指標は適してい
ない．一方，サンプルが少数であるような状況でも，ロ
バスト性を測る指標を用いるとモデルの安定性の議論は
行うことができる．以下では少数サンプルへのオーバー
フィットが深刻となるような状況でロバストなモデルを
選択することを目的として，GESに基づく評価指標を
導入する．
式 (8)，(9)に代表されるようなロバスト性の評価指標
を導入することで，オーバーフィットの影響を論じるこ
とが可能になる．式 (7)から分かるように，データ数N
が十分に大きくなるにつれて p̃dは p̃に近づいて行き，そ
の推定結果 q̂d = q(θ̂d)も q̂ = q(θ̂)からの乖離が少なく
なる．一方でN が少ない場合には，逆に q̂dの q̂からの
乖離が大きくなる傾向にある．ここでデータ x1:N に基
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(b) 経験分布 p̃ の例

図 1: 実験で用いた分布．実際には p(x) > 0の部分で
あっても p̃(x) = 0となっているセルがいくつか存在する．

づいて推定したモデルが仮想的なサンプル d によって変
化し得る度合いを情報量 DKL(q̂, q̂d) で測ることを考え
る．もし q̂d が q̂ から大きく乖離する場合，推定方法や
推定モデルはデータに大きく依存しているという意味で
信頼性が低いと言える．そこで本稿では評価指標として
次のような量を提案する．

Dγ = DKL(p̃, q̂) + max
d∈X

DKL(q̂, q̂d) (14)

式 (14)の第 2項は式 (9)に対応している項であり，Dγ

を小さくする q̂は，情報量の意味で経験分布をうまく再
現できていて，オーバーフィットも少ないと解釈できる．

4. 評価実験
提案する評価方法の適切さを見るために，式 (1)に示
した潜在クラスモデルを異なる方法によって推定し，そ
の推定結果の中から適切なものを提案指標によって選択
する実験を行った．
それぞれ 5 状態を持つ離散 2 変数の同時確率 p（図

1(a)参照）を用意し，そこから N = 25 個のサンプル
を生成することで，図 1(b)に示すような経験分布 p̃を
用意した．図から分かるようにサンプル数が少ない状況
では，真の分布において p(x) > 0であるにも関わらず
p̃(x) = 0となる部分が頻出する．そのため，クロスバ
リデーションなどではモデルの推定結果を適切に評価で
きない可能性がある．この経験分布に基づいて式 (1)に
示した潜在クラスモデル (K = 2)の推定を，式 (6)に示
した β 情報量 (β = {0, 0.1, . . . , 1.2})に基づく EMアル
ゴリズム [4]によって行った．なお，通常の EMアルゴ
リズムによる推定結果が，β = 0における推定となって
いる．
推定に用いた β の値と推定結果の関係を示したのが
図 2である．図 2(a)を見ると β = 0の時に p̃に最も近
づき，大きい β の時には，経験分布 p̃からは乖離する
ことが分かる．しかし，経験分布に対して良い結果を示
す β = 0の推定結果を用いてしまうと，真の分布に対す
る良いモデルにはなっていないことが図 2(d)と比較す
ることで確認できる．これはサンプル数が少ないことで
オーバーフィッティングが深刻となる典型的な例と言え
る．ここで式 (13)によって計算されるクロスバリデー
ション値を用いると図 2(b)より β = 0.2の時の結果が良
いと判断できる．一方，式 (14)に示した最悪値評価を用
いると，図 2(c)より β = 0.45が選ばれる．実際に推定
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図 2: 評価値と β の関係．DKL(p, q̂)を最小にする β を
破線で，DCVで選択される βを¥で，Dγ で選択される
β を •で示している．
結果が真の分布 pに対してどのようになっているかを示
す DKL(p, q̂)を見てみると，この実験状況においてはク
ロスバリデーションでは選ぶことができないような良い
推定結果を提案指標によって選択できることが分かる．
図 1(a)に示した pからデータを生成し直すことで同

様の実験を 10回繰り返し，実際にそれぞれの経験分布
から推定したモデルを，表 1で示す指標で選択した結果
が図 3である． 図 3(a)を見ると，クロスバリデーショ
ン（指標 1）では選ぶことのできなかった DKL(p, q̂)を
小さくする推定結果を，提案指標（指標 4）を用いるこ
とで選ぶことができていることが分かる．また，クロス
バリデーションを行う際に平均値評価を行う代わりに最
悪値評価を行った場合（指標 2）や，GESに基づく評価
を行う際に p̃から q̂d へ直接測った KL 情報量の最悪値
を用いた場合（指標 3）には CVよりも悪くなってしま
う場合があることも結果より確認できる．このことから，
サンプル数が少ない時のモデル推定方法の選択にDγ を
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表 1: 実験で用いた選択指標

指標 1:
1
N

N∑
n=1

DKL(δxn , q̂−n) (= DCV)

指標 2: max
n

DKL(δxn , q̂−n)

指標 3: max
d∈X

DKL(p̃, q̂d)

指標 4: DKL(p̃, q̂) + max
d∈X

DKL(q̂, q̂d) (= Dγ)
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(b) N = 250 の時

図 3: 各選択指標によって選ばれたモデルの DKL(p, q̂)．
ボックスプロットは最大値，最小値，四分位値を表し，∗
は平均値を表している．

用いることでより良いモデルの選択が可能なことが確認
できる．
なお，クロスバリデーションが適切に働くようなサン
プル数がある程度多い状況では，これらの指標による選
択結果の違いはあまり無くなってくることが確認できる
(図 3(b)参照)．

5. まとめ
本稿ではデータが少数の時に離散モデルの推定方法の
適切な評価を行うための指標として，ロバスト性の観点
から評価規準を提案した．実験結果より，データが少数
であっても推定方法の評価を適切に行えることが確認で
きた．
また，現時点では q̂dを得るために p̃dに基づく推定を
全ての d ∈ X に対して実際に行っているため，クロス
バリデーションと同じように計算コストが高い評価法と
なっている．この計算量の高さを回避するためには，例
えば DKL(q̂, q̂d) を大きくしそうな標本空間の部分集合
X ′ ⊂ X を考え，実際に q̂d の推定を行う範囲を d ∈ X
に限定するなどの工夫を行うことで，より実用的な評価
指標になると考えている．
なお，本稿では提案指標を推定方法の評価のために提
案しているが，サンプル数が少ない状況で行われる一般
的なモデル選択に用いることも考えられる．
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