
顔画像を用いた個人特徴の減算によるユーザの曖昧な内部状態推定
Ambiguous User States Estimation

by Subtraction of Individual Features from Facial Images
朝枝彩夏1） 武村紀子1）

Ayaka Asaeda Noriko Takemura

1 はじめに*

新型コロナウイルス感染症をきっかけとして，教育現
場では自宅で学習が行える e-Learning が利用される機
会が増加している．また，仕事現場においてはオフィス
に出社せず自宅から遠隔で業務が行える在宅勤務を導入
する企業が増加している．しかし，オンラインでの作業
は，長時間の着座や動画の視聴による疲労や眠気，ま
た，周りに人がおらず緊張感がなくなることによる集中
力の低下などを招く恐れがある．こうした事態を未然に
防ぐために，近年，ユーザの状態を推定し注意を促すよ
うなシステムが注目を集めている．このようなシステム
の開発のためには，ユーザの正確な内部状態の把握が求
められる．
内部状態の推定には表情や心拍，脳活動などさまざま

なセンシングデータが用いられている．その中でも，表
情は内部状態が表れやすく，データの収集も容易であ
る点から，数多くの状態推定の研究に用いられてきた
[1][2]．しかし，この表情を用いて状態推定を行う表情
認識には問題点がある．人の顔に共通して備わる眉，
目，鼻，口といったパーツは，大きさや間隔，角度，形
などは人によって異なる．そのような顔の構造における
個人差は個人識別を行う上では不可欠な要素となる一
方，表情認識を行う上では精度に悪影響を及ぼす可能性
がある．また，顔の構造の他にも文化的差異によって表
情表出の仕方やその強弱などに個人差が生じることが知
られている [3][4][5]．このような個人差の問題を解決す
るために考えられる方法として，年齢や性別，文化の異
なるなるべく多くの人の顔画像データを収集することが
挙げられる．しかし，顔画像には個人を特定するための
要素が数多く含まれており，プライバシーの問題から多
くのデータを収集することは容易ではない．また，機械
学習による状態推定モデルを構築するためには，各デー
タに対して内部状態のラベルが必要となるが，アノテー
ションにかかる時間的，金銭的コストは大きく，データ
セットが大規模になるほどそのコストも比例して大きく
なってしまう．そのため，本研究では少量のデータセッ
トで個人差を考慮した表情認識の手法の開発を目指す．
個人差を考慮した表情認識の研究は既にいくつか行

われている．Xie ら [6] はある顔画像から抽出した表情
を任意の顔画像に埋め込むことで新たな表情画像を生
成する Two-branchDisentangled Generative Adversarial
Network を用いて，個人差を考慮した表情認識を行っ
た．また Liu ら [7] は特徴空間において異なる被写体の
同一表情の距離が同一の被写体の異なる表情の距離より
も小さくなるように学習を行うことで，個人差を考慮し
た表情認識を行った．他にも 3D 顔モデルを生成して表
情特徴を取り出す手法や CNN において個人特徴と表情
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特徴を分離する手法など表情認識における個人差の影響
を抑えるために様々な試みが行われてきた [8][9][10]．
これらの従来研究の多くは比較的推定が容易な基本感情
を推定の対象としている．しかし，実システムへの応用
を考えると，単純で明確な感情の推定だけではなく，集
中や眠気，疲労といった曖昧な内部状態の推定が重要と
なる．そこで本研究では個人差を考慮した表情認識の中
でも，曖昧な内部状態を対象とした状態推定を目指す．
曖昧な内部状態は表情に表れにくく，変化も微小である
ため，基本感情の推定よりも個人差による影響が大き
い．例えば，覚醒度の推定であれば，眠っている状態と
起きている状態は単純に瞼の開閉動作を見れば状態の判
別は容易であるが，眠たい状態は瞼だけではなく，眉の
角度や口の開き具合など全体的な様子から微妙な変化を
読み取らなければならないため判別が難しい．
本研究では，現存の基本感情を推定の対象とした表情

認識手法で高い精度が得られている Deviation Learning
Network(以下，DLN)[10] に基づいて，曖昧な内部状態
推定を行う．具体的には，DLN で用いられている偏差
モジュールを用いて，顔画像特徴から個人特徴を減算す
ることで個人によらない顔画像特徴を抽出し，内部状態
の推定を行う．
評価実験では， e-Learning 時の学習者の顔画

像データを用いて，学習者の 3 段階の覚醒度
（Awake/Drowsy/Asleep）を推定し，本手法の有用
性を検証する．

2 提案手法
人物が映った画像から顔領域を抽出し，顔画像を

DLN に基づく状態推定モデルに入力することで内部状
態の推定を行う．以下に各手法の詳細を述べる．

2.1 顔検出手法
Multi-task Cascaded Convolutional Neural Net-

works(以下， MTCNN)[11] を用いて画像データ中の学
習者の顔領域のみを 160 × 160 で抽出し， 顔画像デー
タを作成した．MTCNN とは，顔領域の検出を行う
Proposal Network(P-Net)，P-Netの出力をもとに顔でな
い領域部分を候補から削除する RefineNetwork(R-Net)，
R-Net の出力をもとに目・鼻・口部分を検出し，最終的
に顔領域を出力する Output Network(O-Net) の 3 段階
の CNN から構成される顔検出手法である．顔の最小検
知サイズは 90 に設定し，学習者の背後に他の人が映っ
ていても学習者以外は顔検知の対象から外れるよう処理
を行った．なお，MTCNNは一定の角度以上学習者が下
を向いている場合は顔検知を行うことができない．画像
データをMTCNNに適用した例を図 1に示す．

* 本論文は画像の認識・理解シンポジウム MIRU2023 においてコン
セプト論文として発表した内容に基づく
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切り取り前 切り取り後

図 1: MTCNN適用例

図 2: 提案手法の概要

2.2 状態推定手法
状態推定手法の概要を図 2 に示す．まず，Google が

開発した FaceNet[12] と呼ばれる顔認証用のモデルを用
いて個人識別モデルを学習する．FaceNet とは，顔画像
から抽出された特徴をユークリッド空間へ最適な埋め込
みができるよう学習を行い，生成した空間での顔画像間
の距離を計算することで，顔の類似度を求めることがで
きる手法である．個人識別モデルの学習には，様々な年
齢や人種を含む 9,131 人の顔画像データセット（約 331
万枚）である VggFace2[13] を用い，FaceNet を構成す
る CNN としては Inception Resnet (v1)[14] を用いる．
次に，個人識別モデルと全く同じ構造，同じ重みの顔認
識モデルを用意し，並列ネットワークを構築する．本
ネットワークを学習させる際は，個人識別モデルの重み
は固定し，顔認識モデルのみを学習させる．顔認識モデ
ルから出力される顔画像特徴 𝑉face（512次元）から個人
識別モデルから出力される個人特徴 𝑉id（512 次元）を
要素ごとに減算することで，個人によらない 512次元の
顔画像特徴 𝑉state を得る．最後に，全結合層からなる状
態推定モジュールにおいて内部状態の推定を行う．最終
層の出力（𝑁𝑐 次元，𝑁𝑐 は識別状態クラス数）にソフト
マックス関数を適用し，損失関数は交差エントロピー誤
差を用いる．また各層において，活性化関数 Rectified
Linear Unitおよび Dropout（選出率 0.4）を適用する．

3 評価実験
提案手法の有効性を検証するために，講義動画視聴時

の学習者の顔画像データを用いて覚醒度の推定を行う．

3.1 データセット
大学生 53 名の被験者に対し，講義動画（スライド＋

音声，情報学に関する内容）を視聴している様子をカ
メラで撮影した．講義動画の視聴はノートパソコンを
用いて行うものとし，ノートパソコン内蔵のカメラを

表 1: アノテーション基準

ラベル 基準
Asleep - 1秒以上目を閉じている

-まぶたが常に開いている状態でない
Drowsy -瞳孔が動かない

-目を閉じている時間が 1秒以内である
-体や頭の動きが制御できていない
-まぶたを大きく開けている状態

Awake -瞳孔が左右に動く
-体や頭の動きが制御できている

図 3: ラベルの内訳

用いて図 1 左のような上半身の画像を撮影する．デー
タ収集実験は 4 回に分けて行い，被験者は 1 回の実験
あたり講義動画（約 10 分）を 1〜3 本視聴する．ただ
し，各被験者が参加可能な回のみデータ収集を行ったた
め，被験者により総データ数は異なる．撮影した画像
サイズは 640 × 480画素で，フレームレートは 30fpsで
ある．また，1 秒ごとに覚醒度のラベル（Asleep（眠っ
ている），Drowsy（眠そう），Awake（起きている））を
付与している．覚醒度のアノテーションはアノテータ
間での一貫性を持たせるため，表 1 に示すアノテー
ションの基準を設けている．ここでは，すべてのラベル
(Asleep/Drowsy/Awake) についてデータが存在する被
験者 27 名について評価実験を行う．各被験者のデータ
におけるラベルの内訳を図 3に示す．

3.2 比較手法
個人差を考慮した状態推定モデルである提案手法の有

効性を検証するため，偏差モジュールの代わりに顔認識
モデルのみで覚醒度の推定を行う手法を用いて比較実験
を行う．ただし，比較手法を学習する際の顔認識モデル
の重みの初期値は提案手法と同じものを用いる．
比較手法の概要を図 4に示す．
また，本実験では状態推定モジュールにおける全結合

層の数を 1層（512→ 3次元），2層（512→ 128→ 3次
元），3層（512→ 128→ 32→ 3次元）とする 3つのパ
ターンについて推定精度の比較を行った．

3.3 評価手法
27 名分の被験者を 3 名ずつ，9 グループに分割し，

Leave one-group out 交差検証を行う．1 グループをテ
ストデータ，他の 1グループを検証データ，残りの 7グ
ループを学習データとし，すべてのグループが 1回ずつ
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図 4: 比較手法の概要

表 2: 各グループのデータ

Asleep Drowsy Awake
group1 5430 5427 5381
group2 18630 19446 19698
group3 12752 17881 19405
group4 46152 49583 49587
group5 6621 10426 10448
group6 14457 14244 14330
group7 12810 15897 16033
group8 27114 27583 26976
group9 8400 8324 8390

テストデータになるように計 9 回実験を行い，9 回分の
評価値の平均により性能評価を行う．表 2に各グループ
における各ラベルの内訳を示す．なお，データに対して
は被験者ごとにアンダーサンプリングを行っている．評
価指標には多クラス分類においてクラスごとに計算した
F1 scoreの平均を取るmacro-F1 scoreを用いる．
以下，本実験で使用したハイパーパラメータの設定

について述べる．本実験ではエポック数は 3 に設定
した．また，ミニバッチ学習を用いており，ミニバッ
チサイズは 128 に設定した．学習率の初期値は 0.001
に設定し，1 エポック目と 2 エポック目が終わった段
階で学習率を 0.1 ずつ乗算するように設定した．加え
て，過学習抑制の手法のひとつである weight decay を
導入し，値は 0.001と設定した．本実験では 100バッチ
ごとに検証データを用いてモデルの性能を測り，その
中で macro-F1 score の値が最も高かったモデルを用い
て，テストデータによる評価を行った．Optimizer には
Stochastic Gradient Descent(SGD)を用いた．

3.4 実験結果
表 3に提案手法及び比較手法におけるmacro-F1 score

の結果を示す．提案手法と比較手法の macro-F1 score
を比較すると，すべてのパターンで提案手法が比較手法
の精度を上回った．このことから，偏差モジュールによ
り顔画像特徴から個人の特徴を減算し，個人によらない
顔画像特徴を抽出することが曖昧な内部状態推定に有効
であることがわかる．
状態推定モジュールの層の数についての考察
状態推定モジュールにおける層の数による精度の違い

について比較する．図 5に学習及び検証データにおける
学習曲線を示す．各次元削減パターンを比較すると，提
案手法と比較手法ともに 512次元から 128次元に削減し
た後，3 次元に削減する 2 層の場合が最も高い値を示し
た．一般に，ニューラルネットワークは層を深くするこ
とでパラメータ数が多くなり，モデルの表現力が上がる

表 3: 提案手法及び比較手法のmacro-F1 score

状態推定モジュール 提案手法 比較手法
512→ 3 0.526 0.487

512→ 128→ 3 0.555 0.505
512→ 128→ 32→ 3 0.509 0.474

状態推定モジュール：1層

状態推定モジュール：2層 状態推定モジュール：3層

図 5: 学習曲線（状態推定モジュールの層数を変化）

ことが知られている．しかしパラメータ数が多いほど，
最適化を行う際の探索空間は複雑になり，学習が難しく
なる傾向にある．層の数が 1 層，2 層，3 層における学
習曲線をそれぞれ比較すると，学習時における精度推移
は 1 層や 2 層の場合は 90％近くで収束しているのに対
して，3層の場合では 70％程と低い傾向にあった．この
ことから，3 層は上手く学習を行うことができず，結果
1 層よりもパラメータ数が多く表現力のある 2 層が最も
精度の良いモデルとなったと考えられる．
予測値の内訳についての考察
状態推定モジュールを 2層にした場合における提案手

法の混合行列を表 4に示す．ただし，本混合行列は 9回
分の交差検証のテストデータの結果を全て足し合わせ
たものである．正解ラベルと予測ラベルが一致してい
る箇所を見ると，Asleep と Awake は比較的正しく推定
できているのに対し，Drowsy はあまり正しく推定でき
ていないことがわかる．さらに詳細な内訳を見ると，
“Asleep/Awake” および “Asleep/Drowsy” は高い精度で
識別できているが，“Drowsy/Awake”の識別を失敗して
いるケースが多い．これは，Asleep は完全に瞼を閉じ
た状態であるのに対し，Drowsyおよび Awakeはどちら
も瞼は開いた状態であり，微妙な瞼の開き具合や眉の角
度，口形の微妙な違いに基づいて判断しなければならな
いためである．また，このことは同時にアノテーション
の難しさにも繋がる．Drowsy についてはアノテータに
より判断が異なるケースが存在し，このアノテーション
の曖昧さが推定精度の低下をもたらしている可能性も考
えられる．
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表 4: 提案手法の混同行列

正解ラベル
Asleep Drowsy Awake

Asleep 110499 22778 10972
予測ラベル Drowsy 23512 63907 56070

Awake 18355 82126 103206
計 152366 168811 170248

4 終わりに
表情認識において，個人の顔の作りや表情の表出方法

の違いが認識精度に影響を及ぼすことが問題として挙げ
られている．そこで，本研究では個人差の影響を低減さ
せる偏差モジュールを用いて，基本感情よりも推定が
難しい曖昧な内部状態の推定を行う手法を提案した．
e-Learning 中の学習者の顔画像データを用いて覚醒度
推定問題について評価実験を行った結果，提案手法の有
効性を示すことができた．
しかしながら，問題点として眠そうな状態と起きてい

る状態を正確に識別することが難しい点が挙げられる．
これは，眠そうな状態と起きている状態の判別が難し
く，アノテーションに曖昧性があることも原因の一つで
あると考えられる．そこで今後の展望として，曖昧なア
ノテーションをソフトラベルとして扱うなど，アノテー
ションの曖昧性の問題に対処していく．また，現在は状
態推定の際に 1枚の画像のみを入力としているが，動き
の情報は曖昧な状態を推定する上で有用であると考えら
れるため，時系列データを入力できるように本手法を拡
張する．
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