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あらまし
離散値属性を持つインスタンスからなるデータセット
は，分類や回帰でよく用いられる．尤度比は分類タスク
で利用される統計量だが，インスタンスに対する尤度比
推定は難しい．なぜなら，属性値の出現頻度に基づく素
朴な推定法は，しばしば尤度比を過大に見積もるためで
ある．我々は頻度の低さに応じて尤度比を低めに見積も
る “保守的な推定法”を確立した．しかし，この推定法
はインスタンスの尤度比推定へ単純に適用できない．そ
こで，インスタンスの尤度比に対する保守的な推定法の
適用方法，および推定に不要な属性の悪影響を抑えるた
めの特徴重み付け法の導入方法を提案する．属性値の頻
度と有用性を制御できる人工データを用いた実験によ
り，提案法が効果的な状況を明らかにする．

1 はじめに
複数の属性値を持つインスタンスからなるデータセッ
トは，分類，回帰，推薦といった機械学習の主要タスク
で用いられてきた．また，尤度比は分類や統計検定で古
くから用いられており，二値分類における最適性が理論
証明されるなど重要な統計量である [1]．本稿では，イ
ンスタンスに対する尤度比を出現頻度から推定する問題
に取り組む．𝐴𝑘 (𝑘 = 1, 2, . . . , 𝑛) を属性，𝑎𝑘 ∈ 𝐴𝑘 を頻度
の数え上げが可能な属性値（離散値）とする．このと
き，インスタンス 𝑦 = ⟨𝑎1, 𝑎2, . . . , 𝑎𝑛⟩に対する尤度比は

𝑟 (𝑦) = 𝑝nu (𝑦)
𝑝de (𝑦)

と定義される．“de”と “nu”は，尤度比の分母と分子を
表す添え字である．𝑦自体の頻度を得ることは困難なた
め，𝑟 (𝑦)の推定には何らかの工夫が必要になる．
簡単な工夫としてナイーブベイズ分類器のように，𝑎𝑘
の出現が 𝑎𝑘′ (𝑘 ≠ 𝑘 ′)の出現と統計的独立と仮定し，𝑟 (𝑦)
を 𝑎𝑘 の尤度比 𝑟 (𝑎𝑘) の積

𝑟 (𝑦) =
𝑛∏

𝑘=1
𝑟 (𝑎𝑘)

として表現する方法がある．これにより，個々の 𝑎𝑘 が
出現していれば，𝑟 (𝑦)の推定ができるようになる．しか
しながら，このアプローチには二つの問題がある．第一
に，頻度を用いて素朴に 𝑟 (𝑎𝑘)を推定すると，𝑟 (𝑎𝑘)の推
定値が過大に見積もられる場合がある．𝑟 (𝑦) は 𝑟 (𝑎𝑘) の
積であるから，𝑟 (𝑎𝑘) の過大推定が 𝑟 (𝑦) の最終的な推定
結果に悪影響を及ぼしてしまう．第二に，𝑟 (𝑦)の推定に
有用ではない属性が混入していた場合，同様に 𝑟 (𝑦) の
推定に悪影響を及ぼす．
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表 1 尤度比の推定例．𝑟̂ (𝑥)の 𝜆は 10−5とした．
𝑥

観測頻度
𝑟MLE (𝑥) 𝑟̂ (𝑥)

𝑛de 𝑓de (𝑥) 𝑛nu 𝑓nu (𝑥)
𝑥1 107 2,000 104 100 50 47.6
𝑥2 107 20 104 1 50 8.3
𝑥3 107 20 104 2 100 16.7

第一の問題を緩和するため，頻度に応じて尤度比を低
めに見積もる推定法 [2]を 𝑟 (𝑎𝑘) の推定に用いる．以降，
推定値をあえて低めに見積もることを “保守的な推定”
と呼称する．まず，頻度による素朴な推定法 𝑟MLE (𝑥)は

𝑟MLE (𝑥) =
𝑝nu (𝑥)
𝑝de (𝑥)

, 𝑝∗ (𝑥) =
𝑓∗ (𝑥)
𝑛∗

(1)

と定義される．𝑥 は離散要素である． 𝑓∗ (𝑥), ∗ ∈ {de, nu}
は密度 𝑝∗ (𝑥) に従う確率分布から得た要素 𝑥 の頻度で
あり，𝑛∗ =

∑
𝑥 𝑓∗ (𝑥) である．素朴な推定法は上式のよう

に，確率分布を相対頻度 𝑝∗ (𝑥) で求めて比を取る方法で
ある．そして，保守的な推定法 𝑟̂ (𝑥)は

𝑟̂ (𝑥) =
(
𝑓de (𝑥)
𝑛de

+ 𝜆

)−1
𝑓nu (𝑥)
𝑛nu

と定義される．ここで 𝜆 (> 0) は正則化パラメータであ
り，これが頻度に応じて尤度比を保守的に見積もる効
果を生む．具体的な推定例を用いて，先述した第一の
問題を示し，𝑟̂ (𝑥) の作用も確認する．離散要素 𝑥1 から
𝑥3 について，表 1に示す頻度が得られたとする．まず
𝑥1 と 𝑥2 に着目すると，これらは頻度が大きく異なる
が，𝑟MLE (𝑥1) と 𝑟MLE (𝑥2) はともに 50と等しく大きな値
になった．ここで 𝑓nu (𝑥1) = 1は偶然に出現した可能性
がある．したがって， 𝑟 (𝑎𝑘) の推定に 𝑟MLE (𝑥) を利用す
ると，偶然に出現した誤った属性値の尤度比に過大な
推定値を与えることがある．一方で，𝑟̂ (𝑥1) と 𝑟̂ (𝑥2) を
見ると，頻度に応じて推定値を 50よりも保守的に見積
もることが分かる（それぞれ 47.6，8.3）．次に 𝑥2 と 𝑥3
に着目すると， 𝑓nu (𝑥2) と 𝑓nu (𝑥3) は 1しか差がないが，
𝑟MLE (𝑥2) と 𝑟MLE (𝑥3) は大きく変動しており（それぞれ
50，100），推定値が安定していない．対して，𝑟̂ (𝑥2) と
𝑟̂ (𝑥3)は変化が少なく（それぞれ 8.3，16.7），𝑟̂ (𝑥)は頻度
の変動に対してロバストな推定法であることが分かる．
分類タスクに尤度比を利用するとき，𝑟 (𝑎𝑘) の推定に保
守的な推定法を用いると有益なケースがある．
第二の問題は，インスタンスを確率的に扱う上でよく
知られた問題である．本稿では，この問題解決のために
開発された特徴重み付け法を次のように組み合わせる．

𝑟 (𝑦) ≈
𝑛∏

𝑘=1
𝑟 (𝑎𝑘)𝑤𝑘
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𝑤𝑘 は属性 𝐴𝑘 に対する重みである．𝐴𝑘 が有用であれば
𝑤𝑘 は大きくなり，𝑟̂ (𝑎𝑘) が 𝑟 (𝑦) の推定に与える影響は
大きくなる．逆のケースでは 𝑤𝑘 は小さくなり，𝑟̂ (𝑎𝑘)
が 𝑟 (𝑦) の推定に与える影響は小さくなる．本稿では
重みの計算に，Correlation-based Feature Weighting (CFW)
filter [3]という手法を用いる．これまでに我々は，自然
言語処理における N-gramに対して，同様の尤度比推定
法を提案した [4]．本稿では，インスタンスの尤度比推
定に向けて，その推定法を再定義する．
人工的に生成した実験データを用い，尤度比による二
値分類の実験を行う．表 1の推定例による知見から，𝑎𝑘
の頻度および訓練データにおける 𝑦 のクラス比（𝑛de と
𝑛nu の比）が保守的な推定の有効性に影響を及ぼすと判
断し，これらの条件を変化させて実験する．また，属性
の有用性を変化させる実験も行い，尤度比推定における
CFWの有効性を検証する．実験の結果，分類を誤らせ
る低頻度の属性値がデータに混入し，クラス比が大きく
偏る状況（𝑛de >> 𝑛nu）で，保守的な推定法が特に効果
的であった．また，CFWの有効性も確認できた．

2 関連研究
確率推定を行い，その比を取って尤度比を推定するア
プローチは，大きな推定誤差を生むことが知られてい
る [5]．そこで，確率推定せずに尤度比を直に推定する
“直接推定法”が提案されてきた [6, 7, 8, 9]．これらの直
接推定法は，実数などの連続値をもとに，連続空間上で
定義される尤度比を推定する．対して本稿では，離散値
の観測頻度を用いて，離散空間上で定義される尤度比を
推定する．そこで我々は，菊地らによる推定法 [2]を利
用する．この推定法では，直接推定法の一つである拘束
無し最小二乗重要度適合法（uLSIF） [9]に変更を加え，
離散空間上の尤度比を推定できるようにした．菊地らの
推定法では，最適化の過程で導入する正則化により，頻
度に応じて尤度比を保守的に推定できる．
必要な属性をその度合いに応じて強調し，不要な属性
の悪影響を低減する手段として，特徴重み付け法が提案
されている．重み付けのタイプは重みの計算方法によ
り，フィルタ法 [3]とラッパー法 [10]の二つに大きく分
けられる．フィルタ法は訓練を行う前に，訓練データの
情報を手がかりに各属性の重みを決定する．ラッパー法
は，分類精度といった結果のフィードバックを手がかり
に，最適化な重みを逐次的に決定する．本稿では，重み
付けする尤度比推定量がハイパーパラメータを持つた
め，計算量が軽いフィルタ方式の重み付け法 CFW [3]を
採用する．特徴重み付け法と類似したアプローチとして
特徴選択法が提案されている [11]．特徴選択法は属性に
0または 1の重みを与え，有用な属性のみを選ぶ手法で
ある．特徴選択法では用いる属性を削減するため，分
類，回帰，推薦といった実用上のタスクを効率化でき
る．一方で，特徴重み付け法は属性の重みを柔軟に調節
し，実用タスクを精度よく行える．
人工的に生成したデータはよく利用される．例え
ば，個人情報を含む実データを扱うにはプライバシー
の懸念があるため，実データを模倣した人工データを
用いる場合がある [12]．また人工データを用いた実験
では，データ量やデータの性質といった実験条件を自
由に制御でき，手法の長所や短所の検証が容易にな

る．実データから人工データを生成するソフトウェア
もあり，代表的なものとして Synthetic Data Vault [13]と
DataSynthesizer [14]がある．両方とも，インスタンス集
合を入力として，同様の傾向を持つ人工的なインスタン
ス集合を出力する．本稿では，元のインスタンスの傾向
をよりよく再現できる DataSynthesizerを用いる [15]．あ
るアルゴリズムに基づいて人工データを生成することも
ある [16]．しかし我々の調査した限り，属性値の種類数
や出現頻度を制御できるデータ生成法は見つからなかっ
た．ゆえに本稿では，Irisデータセット1）をもとに人工
データを生成し，連続的な属性値を異なるビン数で離散
化することで，属性値の種類数や頻度を変化させる．

3 前提知識
提案法の説明に必要となる，尤度比の保守的な推定
法 [2]および特徴重み付け法 [3]について述べる．

3.1 尤度比の保守的な推定法
尤度比推定の問題設定を説明する．あるデータが含む
離散要素 𝑥 の集合を 𝐷 ⊂ U𝑣 とする．U𝑣 は存在しうる 𝑣

種類の要素からなる集合で，情報理論では有限アルファ
ベットと呼ばれる．確率密度関数 𝑝de (𝑥)，𝑝nu (𝑥) を持つ
確率分布に従う二つの i.i.d.標本

{𝑥de
𝑖 }𝑛de

𝑖=1
i.i.d.∼ 𝑝de (𝑥), {𝑥nu

𝑗 }𝑛nu
𝑗=1

i.i.d.∼ 𝑝nu (𝑥)

を得たとする．“de”と “nu”はそれぞれ，尤度比の分母
と分子を表す添え字である．𝑝de (𝑥)が次の条件

𝑝de (𝑥) > 0 for all 𝑥 ∈ 𝐷

を満たすと仮定する．この仮定により，全ての 𝑥に対し
て尤度比の定義が可能になる．本節では，二つの標本
{𝑥de

𝑖 }𝑛de
𝑖=1，{𝑥nu

𝑖 }𝑛nu
𝑖=1 から次の尤度比を推定する．

𝑟 (𝑥) = 𝑝nu (𝑥)
𝑝de (𝑥)

保守的な推定法 [2]は，尤度比の直接推定法である拘
束無し最小二乗重要度適合法（uLSIF） [9]をもとに導
出された．本稿では，評価実験に焦点を当てるため，導
出過程を省略する．最終的な推定量は

𝑟̂ (𝑥) =
(
𝑓de (𝑥)
𝑛de

+ 𝜆

)−1
× 𝑓nu (𝑥)

𝑛nu
(2)

と定義される．この推定量は，推定モデルと真の尤度比
との二乗誤差を最小化する問題の解として導出される．
この問題で導入される正則化パラメータ 𝜆 (> 0) が，頻
度に応じて 𝑟 (𝑥) を保守的に見積もる．𝜆 = 0のとき，こ
の式は尤度比の素朴な推定法（すなわち，𝑟 (𝑥) の分母・
分子にあたる確率分布をそれぞれ相対頻度で推定し，そ
の比を取る方法）と等しくなる．

3.2 特徴重み付け法 CFW
特徴重み付け法はナイーブベイズ分類器に対してよく
用いられる．ナイーブベイズ分類器では，ある属性 𝐴𝑘

がクラス 𝑐 ∈ 𝐶 に属する条件下で，他の属性と統計的
1） https://archive.ics.uci.edu/ml/datasets/iris
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独立という条件付き独立性を仮定する．この仮定によ
り，𝑝(𝑦 | 𝑐) を 𝑝(𝑎𝑘 | 𝑐) の積として表現でき，𝑦 が訓練
データに出現しなくても，それぞれの属性値 𝑎𝑘 が出現
していれば 𝑝(𝑦 | 𝑐) を推定できる．しかし，先述の条件
付き独立性は実際には成立しないことが多く，属性間に
は何らかの依存関係がある場合がほとんどである．ま
た，分類に無関係な属性や分類を誤らせる属性がある
と，𝑝(𝑎𝑘 | 𝑐) の積を取るアプローチでは分類精度が低
下してしまう．そこで，分類における 𝐴𝑘 の重要度に応
じて 𝑝(𝑎𝑘 | 𝑐) を重み付けする．重みを導入した Feature
Weighted Naive Bayesは

𝑐̂(𝑦) = arg max
𝑐∈𝐶

𝑝(𝑐)
𝑛∏

𝑘=1
𝑝(𝑎𝑘 | 𝑐)𝑤𝑘

と定義される．ここで，𝑐̂(𝑦)は 𝑦が属すると分類器が判
定したクラスを表す．𝑤𝑘 は属性 𝐴𝑘 に対する重みであ
る．𝐴𝑘 が 𝑦 の分類において重要であれば 𝑤𝑘 は大きく
なり，そうでなければ 𝑤𝑘 は小さくなる．𝑤𝑘 を計算する
手法を総称して特徴重み付け法と呼ぶ．
本稿では，特徴重み付けの一つであるCorrelation-based

Feature Weighting (CFW) filter [3]を用いる．CFWは，分
類に寄与する重要な属性 𝐴𝑘 はクラスと強く相関し，他
の属性 𝐴𝑘′ (𝑘 ≠ 𝑘 ′)と相関しないという考え方に基づく．
この考え方のもとで，属性—クラス間の相関，属性間の
相互相関を求め，その差をシグモイド変換したものを重
みとして算出する．

CFWは相関を測る尺度として相互情報量を利用する．
𝐴𝑘 に対する属性—クラス間の相互情報量を

𝐼 (𝐴𝑘 ;𝐶) =
∑
𝑎𝑘

∑
𝑐

𝑝(𝑎𝑘 , 𝑐) log 𝑝(𝑎𝑘 , 𝑐)
𝑝(𝑎𝑘)𝑝(𝑐)

と定義する．同様に，𝐴𝑘 と 𝐴𝑘′ (𝑘 ≠ 𝑘 ′)に対する属性間
の相互情報量を

𝐼 (𝐴𝑘 ; 𝐴𝑘′) =
∑
𝑎𝑘

∑
𝑎𝑘′

𝑝(𝑎𝑘 , 𝑎𝑘′) log 𝑝(𝑎𝑘 , 𝑎𝑘′)
𝑝(𝑎𝑘)𝑝(𝑎𝑘′)

と定義する．なお，𝐼 (𝐴𝑘 ;𝐶) と 𝐼 (𝐴𝑘 ; 𝐴𝑘′) の定義中に
ある各確率は，相対頻度を用いて推定する．そして，
𝐼 (𝐴𝑘 ;𝐶)と 𝐼 (𝐴𝑘 ; 𝐴𝑘′)をぞれぞれ

𝑁𝐼 (𝐴𝑘 ;𝐶) = 𝐼 (𝐴𝑘 ;𝐶)
1
𝑛

∑𝑛
𝑚=1 𝐼 (𝐴𝑚;𝐶)

𝑁𝐼 (𝐴𝑘 ; 𝐴𝑘′) =
𝐼 (𝐴𝑘 ; 𝐴𝑘′)

1
𝑛(𝑛−1)

∑𝑛
𝑚=1

∑𝑛
𝑚′=1∧𝑚′≠𝑚 𝐼 (𝐴𝑚; 𝐴𝑚′)

として正規化する．分類に寄与する属性はクラスと強く
相関し，他の属性とは相関しないという考え方に基づ
き，𝐴𝑘 に対する重み 𝑑𝑘 を

𝑑𝑘 = 𝑁𝐼 (𝐴𝑘 ;𝐶) − 1
𝑛 − 1

𝑛∑
𝑘′=1

𝑁𝐼 (𝐴𝑘 ; 𝐴𝑘′)

として計算する．その後，開区間 (0, 1) で重みが値を取
るように 𝑑𝑘 をシグモイド変換する．以上より，𝐴𝑘 に対
する最終的な重み 𝑤𝑘 は

𝑤𝑘 =
1

1 + e−𝑑𝑘

となる．𝑤𝑘 が 1に近づくと 𝑝(𝑎𝑘 | 𝑐)𝑤𝑘 は 𝑝(𝑎𝑘 | 𝑐)に近
づき，𝑝(𝑎𝑘 | 𝑐)が分類に及ぼす影響は大きくなる．それ
に対して，𝑤𝑘 が 0に近づくと 𝑝(𝑎𝑘 | 𝑐)𝑤𝑘 は 1に近づき，
𝑝(𝑎𝑘 | 𝑐)が分類に及ぼす影響は小さくなる．

CFWは各属性とクラス変数 𝐶 が与えられれば利用で
き，計算される重み 𝑤𝑘 は 0から 1の範囲に収まる．こ
のことから，重み付けする対象が条件付き確率ではなく
尤度比であっても効果的であると着想した．

4 提案法
インスタンス 𝑦 = ⟨𝑎1, 𝑎2, . . . , 𝑎𝑛⟩ に対する次の尤度
比 𝑟 (𝑦) を推定する．𝐴𝑘 (𝑘 = 1, 2, . . . , 𝑛) は離散値属性と
し，𝑎𝑘 ∈ 𝐴𝑘 は出現頻度が数え上げ可能な属性値とする．

𝑟 (𝑦) = 𝑝nu (𝑦)
𝑝de (𝑦)

𝑎𝑘 が他の属性値 𝑎𝑘′ (𝑘 ≠ 𝑘 ′) と統計的独立と仮定し，
𝑟 (𝑦)を 𝑎𝑘 に対する尤度比 𝑟 (𝑎𝑘)の積

𝑟 (𝑦) =
𝑛∏

𝑘=1
𝑟 (𝑎𝑘)

で表現する．これにより，𝑎𝑘 の頻度で 𝑟 (𝑦) を推定でき
る．しかし，この方法には二つの問題がある．第一に，
式 (1) のように 𝑟 (𝑎𝑘) を相対頻度で単純に推定すると，
低頻度の 𝑎𝑘 に対する尤度比を過大推定することがある．
𝑟 (𝑦) は 𝑟 (𝑎𝑘) の積であるから，𝑟 (𝑎𝑘) の過大推定は 𝑟 (𝑦)
の推定値に悪影響を与えてしまう．第二に，𝑎𝑘 間の統
計的独立は実際には成立しないことが多い．加えて，分
類に無関係な属性や分類を誤らせる属性があると，𝑟 (𝑦)
の推定値に悪影響を及ぼす．
第一の問題には，3.1節の式 (2)で示した保守的な推定
法を，𝑟 (𝑎𝑘)の推定に用いて対処する．第二の問題には，
3.2節の CFWによって計算した重み 𝑤𝑘 を 𝑟 (𝑎𝑘) へと導
入して対処する．CFWを用いる際は，密度 𝑝de (𝑎𝑘)を持
つ確率分布から得た 𝑎𝑘 にクラス 𝑐de を，密度 𝑝nu (𝑎𝑘)を
持つ確率分布から得た 𝑎𝑘 にクラス 𝑐nu をそれぞれ割り
当てる．また 𝑎𝑘の頻度をそのまま用いると，𝑓nu (𝑎𝑘) = 0
となる 𝑎𝑘 が一つでもあった場合に，𝑟 (𝑦) の推定値がゼ
ロになってしまう．そこで頻度に微小な補正を加える．
以上より，本稿で提案する推定法は

𝑟ours (𝑦) =
𝑛∏

𝑘=1
𝑟̃ (𝑎𝑘)𝑤𝑘 (3)

𝑟̃ (𝑎𝑘) =
(
𝑓de (𝑎𝑘) + 1
𝑛de + 2

+ 𝜆

)−1
× 𝑓nu (𝑎𝑘) + 1

𝑛nu + 2

と定義される．補正頻度による確率推定量 𝑓* (𝑎𝑘 )+1
𝑛*+2 , ∗ ∈

{de, nu} は，密度 𝑝∗ (𝑎𝑘) を持つ確率分布を 𝑎𝑘 が出現す
るか否かのベルヌーイ試行による確率分布と仮定し，事
前分布を一様分布としたときの事後期待値と一致する．
確率推定に自然言語処理におけるスムージング法 [17]
を用いる余地もあるが，一般にスムージング法による確
率推定値は相対頻度よりもはるかに低く見積もられる．
この場合，スムージング法による確率推定値を尤度比推
定に利用すると，過大推定につながることが明らかに
なっている [2]．ゆえに本稿では，頻度に最低限の微小
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な補正を加える．なお，頻度の補正はゼロ頻度を低頻度
へと変えるため，過大推定の原因となる可能性がある．
しかし上式では，正則化パラメータ 𝜆 (> 0) の作用で過
大推定を抑制できる．なお本手法は，我々の先行研究に
よる推定法 [4]をインスタンスの尤度比推定に向けて再
定義したものである．

5 評価実験
離散値属性を持つインスタンスの分類問題を解き，提
案法が有効な状況を明らかにする．そのために，人工
データに基づく三つの実験を行う．人工データを用いる
ことで，実験条件を系統的に変化させ，提案法の長所と
短所を探る．第一の実験では，訓練データにおける属性
値の出現頻度，インスタンスのクラス比を変化させる．
第二の実験では，訓練データで未観測の属性値を持つイ
ンスタンスを評価データに混入させる．第三の実験で
は，属性値の出現傾向が正規分布に従う人工的な属性
𝐴+
𝑘 をインスタンスに加える．そして，正規分布の標準
偏差を変えることで，分類に対する “属性値の有用性”
を調節し，追加属性が尤度比ベースの分類精度に与える
影響を調べる．第一と第二の実験は，尤度比の保守的な
推定法が有効な状況を調査するために行う．第三の実験
は特徴重み付け法の有効性検証のために行う．

5.1 Irisデータセット
実験で用いる人工データは，分類問題のベンチマーク
データセットとして有名な Irisデータセット1）から作成
する．本節では，Irisデータセットについて述べ，実験
データを得るためのデータ源 𝑆 の作成方法を説明する．
Irisデータセットは 3クラス 50インスタンスずつの合計
150インスタンスを含む．インスタンスは 4つの測定値
（属性値）𝑎1～𝑎4 を持つ．

• 𝑎1：sepal.length（がく片の長さ）
• 𝑎2：sepal.width（がく片の幅）
• 𝑎3：petal.length（花びらの長さ）
• 𝑎4：petal.width（花びらの幅）

そして，3 種類の花の名前 Setosa，Versicolor，Virginica
が正解（クラスラベル）として付与されている．以降，
3つのクラスをそれぞれ 𝑐se，𝑐ve，𝑐vi と表記する．属性
値は実数（連続値）であり，実験では属性値にビニング
処理を適用して連続値を離散化する．元々が離散的な属
性値の頻度を制御することは難しいが，ビニング処理で
は区切るビンの数を変えることで，属性値の種類数と
出現頻度を変更できる．具体的なビン数は実験の説明
で述べる．また，Irisデータセットは分類が容易で，ナ
イーブベイズ分類器を用いても分類精度は 90%を超え
る．この理由として，属性値の取りうる値の範囲がクラ
スごとによく分かれていることが挙げられる．そこで，
訓練データを 2クラスのみのインスタンスで構成し，評
価データには訓練データに存在しない残り 1クラスのイ
ンスタンスも加えることで，未知の属性値を持つデータ
が混入した状況を容易に再現できる．
ただし，Iris データセットは実験にそのまま用い
るには小規模である．そこで，Iris データセットの傾
向を模倣したデータセットを生成し，実験データを
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図 1 がく片の長さ 𝑎1と幅 𝑎2の分布
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図 2 花びらの長さ 𝑎3と幅 𝑎4の分布

得るためのデータ源 𝑆 とした．𝑆 を生成するために，
DataSynthesizer [14]を correlated attribute modeで用いた．
なお他のデータ生成ツールと比較して，DataSynthesizer
は元のデータセットの傾向をよりよく再現できる [15]．
このモードではベイジアンネットワークを構築し，相関
する属性をモデル化する．そして，Irisデータセットと
類似した傾向を持つインスタンス集合を出力する．生成
するインスタンス数を 50,000件とし，元のデータセッ
トの傾向を忠実に再現するため，属性値には差分プライ
バシーのためのノイズを含めないようにした．他のパ
ラメータはデフォルトのまま用いた．𝑆 から各クラス
のインスタンスを 50件ずつランダムに抽出し，属性値
間の分布をプロットしたものを図 1と図 2に示す．こ
れらの図から，Setosaのインスタンスは，他 2種類のイ
ンスタンスに比べて分類しやすいことが分かる．また，
Versicolorと Virginicaはがく片の測定値では分類しにく
いが，花びらの測定値では分類しやすいことも分かる．

5.2 実験 1：属性値の頻度などに対する頑強性
この実験では，訓練データ中の属性値 𝑎𝑘 の出現頻度，
インスタンスのクラス比を変化させて，提案法のふるま
いを観察する．尤度比は二値分類のための統計量である
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から，実験では 𝑐veと 𝑐viのインスタンスのみを用い，そ
れらを正しく二値分類する問題を解く．まずは次の実験
条件から一つずつを選択する．
ビン数 100，1,000
訓練データ中のクラス比 𝑐vi : 𝑐ve = 1 : 1，1 : 9

次に，5.1節で述べたデータ源 𝑆 のインスタンスが含む
各属性値を，指定したビン数でビニング処理して離散化
する．ビニング処理では，各属性値の最大値と最小値の
間を等間隔で分割する．𝑆から実験データをサンプリン
グする．訓練データが 5,000件，評価データが 1,000件
となるように，𝑆にある 50,000件からインスタンスをラ
ンダムに非復元抽出する．評価データのクラス比は常に
𝑐vi : 𝑐ve = 1 : 1とする．すなわち，評価データは 𝑐vi と
𝑐ve のインスタンス 500件ずつを含む．訓練データのク
ラス比は上記の条件で変化させる．𝑐vi : 𝑐ve = 1 : 1の場
合は，𝑐vi，𝑐ve のインスタンス 2,500件ずつが訓練デー
タに含まれる．𝑐vi : 𝑐ve = 1 : 9の場合は，𝑐vi のインスタ
ンス 500件，𝑐veのインスタンス 4,500件が訓練データに
含まれる．なお，条件を変えるごとに，上記の手順で実
験データの作成をやり直す．
実験手順を述べる．𝑎𝑘 の出現頻度を訓練データから
計数する．重み 𝑤𝑘 もここで計算する．評価データの全
インスタンスに対し，次の尤度比を推定する．

𝑟 (𝑦) = 𝑝(𝑦 | 𝑐vi)
𝑝(𝑦 | 𝑐vi)

(4)

𝑐viは 𝑐vi以外のクラスであり，本実験では 𝑐veと等しい．
𝑟 (𝑦) が高いほど 𝑦 は 𝑐vi に属しやすく，𝑟 (𝑦) が低いほど
𝑦 は 𝑐ve に属しやすい．我々は尤度比を二値分類の順位
付け関数として用い，順位付けの良し悪しから推定法の
有効性を判断する．尤度比の推定法に対する評価手順
は次の通りである．まず，推定法ごとに評価データの
全インスタンスを推定値の降順に並び替える．そして
二値分類の正誤判定を行う．𝑦 が 𝑐vi に属していれば正
解，𝑐vi（= 𝑐ve）に属していれば不正解とする．最後に，
正誤判定の結果を用いて ROC曲線を描き，曲線下面積
（ROC-AUC）を算出する．AUCが大きい推定法ほど，二
値分類の観点から優れていると判断する．
保守的な推定法，特徴重み付け法 CFW，およびそれ
らの組み合わせの有効性を検証するため，以下の推定法
を比較手法として用いる．
手法 1：ベースライン 保守的な推定法と CFWの両方
を用いない．この推定法は式 (3)の正則化パラメー
タ 𝜆を 0，重み 𝑤𝑘 を 1とした場合と等しい．

手法 2：重み付け CFWのみ用いる．この推定法は式
(3)の 𝜆を 0とした場合と等しい．

手法 3：保守的 保守的な推定法のみ用いる．この推
定法は式 (3)の 𝑤𝑘 を 1とした場合と等しい．本実
験では，𝜆を 10−4，10−3，10−2と設定した際のふる
まいを比較する．

手法 4：保守的＋重み付け（提案法） 保守的な推定
法と CFWの両方を用いる．この推定法は式 (3)で
定義される．𝜆を 10−4，10−3，10−2と設定した際の
ふるまいを比較する．

表 2 ビン数を 100としたときの ROC-AUC

尤度比の推定法 𝑐vi : 𝑐ve
1 : 1 1 : 9

ベースライン 0.991 0.986
重み付け 0.992 0.989
保守的（𝜆 = 10−4） 0.990 0.986
保守的（𝜆 = 10−3） 0.990 0.985
保守的（𝜆 = 10−2） 0.987 0.979
保守的（𝜆 = 10−4）＋重み付け 0.992 0.989
保守的（𝜆 = 10−3）＋重み付け 0.992 0.988
保守的（𝜆 = 10−2）＋重み付け 0.990 0.984

表 3 ビン数を 1,000としたときの ROC-AUC

尤度比の推定法 𝑐vi : 𝑐ve
1 : 1 1 : 9

ベースライン 0.984 0.981
重み付け 0.988 0.986
保守的（𝜆 = 10−4） 0.983 0.981
保守的（𝜆 = 10−3） 0.979 0.975
保守的（𝜆 = 10−2） 0.959 0.926
保守的（𝜆 = 10−4）＋重み付け 0.987 0.986
保守的（𝜆 = 10−3）＋重み付け 0.983 0.982
保守的（𝜆 = 10−2）＋重み付け 0.968 0.943

実験 1の結果について述べる．ビン数 100，1,000の
ときの ROC-AUCを表 2と表 3に示す．どの実験条件で
も全手法の AUCが 0.9を上回る．しかし，保守的な推
定を行う推定法は，“ベースライン”よりも AUCが低い
ケースが多い．全手法で分類が容易な理由として，属性
値が特定の範囲に収まりやすく，クラスごとに値の範囲
が区別できる傾向にあることが考えられる．そのような
分類に適したデータでは，ビン数を増やし訓練データの
クラス比を極端にしても，評価データにある属性値は訓
練データにも含まれやすい．さらに外れ値のような属性
値も少なく，属性値が低頻度でも分類に悪影響があまり
ないと考えらえる．この状況下で保守的な推定は必要は
なく，保守的に推定する度合い（すなわち 𝜆の値）を大
きくすると AUCが下がると考える．一方で CFWを利
用すると AUCはわずかに向上する．CFWで計算した重
みを表 4に示す．この表と 5.1節の図 1，図 2で示した
属性値の分布を比較すると，分類の有用性が低いがく片
の属性には小さい重みが，有用性が高い花びらの属性に
は大きい重みが付与された．よってわずかだが，尤度比
推定における CFWの有効性が示唆された．

表 4 各属性に対する重み（実験 1）
ビン数 𝑐vi : 𝑐ve

がく片 花びら
𝑤1 𝑤2 𝑤3 𝑤4

100 1 : 1 0.387 0.368 0.608 0.637
1 : 9 0.386 0.342 0.631 0.641

1, 000 1 : 1 0.420 0.365 0.600 0.616
1 : 9 0.429 0.370 0.580 0.621
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(d)ビン数 1,000，𝑐vi : 𝑐ve = 1 : 9

図 3 評価データに 𝑐seのインスタンスを混入させたときの ROC曲線と ROC-AUC

5.3 実験 2：未知インスタンスに対する頑強性
実験 1の結果から，未知の属性値や外れ値が少ない分
類に適したデータでは，保守的な推定が不要なことが示
唆された．そこで本実験では，訓練データで観測されな
い属性値を持ち，分類に無関係なインスタンスを評価
データへ混入させる．そして，未知のインスタンスに対
する各推定法のふるまいを明らかにする．
実験 1と同様に，離散化のビン数，訓練データ中のク
ラス比 𝑐vi : 𝑐ve を変化させる．実験 1と異なるのは実験
データである．訓練データには 𝑐vi と 𝑐ve のインスタン
スのみを含むのに対し，評価データには 𝑐viと 𝑐veのイン
スタンス 500件ずつに加え，Setosaのクラス 𝑐se に属す
るインスタンス 500件も混入させる．図 1と図 2で示し
たように，𝑐se の属性値は他クラスの属性値と存在範囲
が重複しない傾向にある．このことから，𝑐se の情報が
訓練データにないとき，𝑐se のインスタンスは訓練デー
タにとって未知の属性値を含みやすい．推定する尤度比
は式 (4)で定義されるが，本実験での 𝑐viは 𝑐se ∨ 𝑐veであ
ることに注意する．実験手順および比較手法も実験 1と
同様である．なお，正則化パラメータを持つ手法 3と手
法 4については，ROC-AUCが最大となった 𝜆 = 10−2 の
結果のみを掲載して議論する．

表 5 訓練データにない属性値の数（ビン数 1,000）
𝑐vi : 𝑐ve クラス 属性値

𝑎1 𝑎2 𝑎3 𝑎4

1 : 1
𝑐se 207 140 500 500
𝑐ve 12 9 12 5
𝑐vi 10 9 7 7

1 : 9
𝑐se 170 224 500 500
𝑐ve 10 2 2 2
𝑐vi 68 29 99 79

実験 2の結果について述べる．評価データに 𝑐se のイ
ンスタンスを混入させたときの ROC曲線と ROC-AUC
を図 3 に示す．実験 1 と異なり，保守的な推定の有無
で手法のふるまいに大きな違いが観測された．表 2，表
3 と AUCの値を見比べると，保守的な推定をしない “
ベースライン”，“重み付け”では AUCの値が大きく低下
したことが分かる．特に，ビン数が多く訓練データのク
ラス比 𝑐vi : 𝑐ve が 1 : 9と偏る図 3(d)で，AUCの低下が
著しい．それに対して保守的な推定を用いた手法は，そ
のような場合でも高い AUCを維持している．
尤度比の推定値と分類精度の関係を考察する．ビン数
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図 4 𝐴+
1に対する正規分布．𝜎が小さいほど，分類に有用な属性値が生成されやすい．

表 6 𝑟 (𝑦)に対する推定値の平均（ビン数 1,000）
𝑐vi : 𝑐ve クラス 尤度比の推定法

ベースライン 保守的＋重み付け

1 : 1
𝑐se 1.412 4.113 × 10−3

𝑐ve 0.533 2.974 × 10−2

𝑐vi 228.356 22.405

1 : 9
𝑐se 2,069.414 4.247 × 10−2

𝑐ve 13.51 4.771 × 10−2

𝑐vi 9,203.913 0.170

1,000の条件下で訓練データにはない属性値の個数を表
5にまとめた．訓練データは 𝑐se のインスタンスを含ま
ないため，𝑐se の属性値はゼロ頻度のものが多い．𝑐se の
花びらに関する属性値は訓練データに一つもないこと
が分かる．“ベースライン”と “保守的＋重み付け”（提
案法）に絞り，各クラスのインスタンスに対する尤度
比推定値の平均を表 6にまとめた．𝑐vi : 𝑐ve = 1 : 1のと
きは，“ベースライン”でも 𝑐vi に対する尤度比のみを，
（他クラスと相対比較して）高めに推定できた．しかし，
𝑐vi : 𝑐ve = 1 : 9では保守的な推定をしないと，訓練デー
タにない属性値の尤度比を高めに見積もる．結果として
“ベースライン” では，𝑐se に対する推定値が高くなり，
AUCの低下を招いたと考える．一方で保守的な推定を
用いた手法は，𝑐vi のインスタンスのみを高めに推定で
きる．以上のことから，訓練データ中のクラス比が極端
かつゼロ頻度や低頻度の属性値を多く扱う状況で，保守
的な推定法が特に有効であると考える．

5.4 実験 3：追加属性による CFWの有効性検証
実験 2では，保守的な推定法が有効な状況を明らか
にしたが，特徴重み付け法 CFWの有無に対する優劣の
差が小さい．そこで本実験では，尤度比推定における
CFWの有効性を検証する．そのために，分類に対する “
有用性”を調節できる属性値を人工的に生成し，インス
タンスに追加する．悪影響のある（つまり分類を誤らせ
るような）属性値が追加された際は，重み付けの有無に
対する性能差が明瞭になると予想される．
本実験では， 属性 𝐴1～𝐴4 をもとに作成した属
性値 𝑎+1～𝑎+4 を，𝑆 の各インスタンス 𝑦 へ追加し，
𝑦+ = ⟨𝑎1, 𝑎2, 𝑎3, 𝑎4, 𝑎

+
1, 𝑎

+
2, 𝑎

+
3, 𝑎

+
4⟩ とする．𝑎+𝑘 ∈ 𝐴+

𝑘 は正
規分布 N(𝜇𝑘,𝑐 (𝑦) , 𝜎) からサンプリングされる．ここで

𝜇𝑘,𝑐 (𝑦) はインスタンス 𝑦 が属するクラス 𝑐(𝑦) におけ
る属性値 𝑎𝑘 ∈ 𝐴𝑘 の平均を表す．𝜎 は正規分布の標
準偏差であり，実験条件の一つとする．本実験では
𝜎 = 0.5, 1.0, 3.0 から一つを選択する．なお 𝜎 の値は
𝑐(𝑦)と 𝑘 によらず一定である．𝐴1（sepal.length）をもと
に描いた正規分布を図 4に示す．例えば 𝑎+1 を付与する
インスタンスがクラス 𝑐se に属していれば，Setosaの正
規分布（図中の黒色実線）から 𝑎+1 がサンプリングされ
る．𝜎 が小さい場合は，正規分布の間の重複範囲が狭
く，識別力のある有用な属性値が得られる．一方で 𝜎

が大きい場合は，それぞれの正規分布が広く重複してお
り，分類を誤らせる属性値が得られる．
実験条件として 𝜎 = 0.5, 1.0, 3.0 から一つを選択す
る．その他の条件は，実験 2 で保守的な推定が有効で
あったビン数 1,000，クラス比 𝑐vi : 𝑐ve = 1 : 9に固定す
る．𝑦+ からなるデータ源 𝑆+ からインスタンスを抽出
し，実験データを作成する．評価データには実験 2と同
様，3クラスのインスタンスを含む．なお，𝜎 を変える
ごとに，実験データの作成をやり直す．手法 3と手法 4
については，ROC-AUCが最大となった 𝜆 = 10−2 の実験
結果のみを掲載して議論する．
実験 3の結果について述べる．追加属性を導入したと
きの ROC 曲線と ROC-AUCを図 5 に示す．まず図 5(a)
に示した 𝜎 = 0.5の ROC曲線に着目する．保守的な推
定の有無によって，AUCの値に大きな差がある．追加
属性のない結果である図 3(d)とも比較すると，𝜎 が 0.5
と小さい場合でも保守的な推定を使用しない 2 手法
（“ベースライン”，“重み付け”）は，AUC が低下した．
𝜎 = 0.5でも正規分布の間に重複部分があり，分類を誤
らせる属性値が生成されることがある．これらの 2手法
は，そのような少量の属性値による悪影響を強く受ける
と考えられる．一方で保守的な推定を使用する 2手法
は，AUCが向上しており，属性値を有効に扱えること
が示唆された．次に図 5(b)と図 5(c)に示す 𝜎 = 1.0，3.0
の ROC曲線に着目する．ここでも保守的な推定の有無
で AUCの値に大きな差がある．“保守的”と “保守的＋
重み付け”の ROC曲線を見ると，𝜎が大きくなるほど 2
手法間の差が開く．表 7に示す属性の重みにも着目する
と，𝜎 が 0.5の場合は追加属性 𝐴+

𝑘 の重みが本来の属性
𝐴𝑘 の重みと類似するのに対して，𝜎が 3.0の場合は追加
属性 𝐴𝑘 の重みが一律に小さい．したがって，尤度比推
定でも特徴重み付けは有効なことが示唆された．
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図 5 追加属性 𝐴+
𝑘 を導入したときの ROC曲線と ROC-AUC．ビン数 1,000，𝑐vi : 𝑐ve = 1 : 9である．

表 7 各属性に対する重み（実験 3）
𝜎

𝐴1～𝐴4 に対する重み 𝐴+
1～𝐴+

4 に対する重み
𝑤1 𝑤2 𝑤3 𝑤4 𝑤+

1 𝑤+
2 𝑤+

3 𝑤+
4

0.5 0.454 0.384 0.642 0.672 0.441 0.353 0.610 0.440
1.0 0.509 0.403 0.714 0.743 0.384 0.368 0.457 0.394
3.0 0.515 0.416 0.739 0.777 0.379 0.378 0.377 0.374

おわりに
離散値属性を持つインスタンスの尤度比推定法を提案
した．提案法は 𝑟 (𝑦)を 𝑟 (𝑎𝑘)の積で近似する際の問題点
に着目し，二つの技術を取り入れた．第一に，低頻度か
ら求まる 𝑟 (𝑎𝑘) の推定値が過大になるのを防ぐため，尤
度比の保守的な推定法を導入した．第二に，𝑟 (𝑦)の推定
に不要な属性の悪影響を低減するため，特徴重み付け法
CFWを導入した．そして，Irisデータをもとに作成した
人工データを用いて二値分類を解き，提案法が有効な状
況を調べた．結果として，分類を誤らせる属性値がデー
タに混入し，クラス比が大きく偏る状況で，保守的な推
定法が特に効果的であり，CFW の有効性も確認した．
図 5(a)より，“ベースライン”と比較して提案法を用い
ると ROC-AUCが最大 0.254向上した．

謝辞
本研究の一部は JSPS科研費 JP19K12266，JP22K18006

の助成を受けたものです.
参考文献

[1] K. Nakanishi, T. Tanaka, and N. Ueda. Asymptotic properties of
area under the ROC curve via likelihood ratio based ranking func-
tion. IEICE Technical Report, 2015. IBISML2014-92.

[2] 菊地真人,川上賢十,吉田光男,梅村恭司. 観測頻度に基づ
くゆう度比の保守的な直接推定. 電子情報通信学会論文誌
D, Vol. J102-D, No. 4, pp. 289–301, 2019.

[3] L. Jiang, L. Zhang, C. Li, and J. Wu. A correlation-based feature
weighting filter for naive bayes. IEEE Transactions on Knowledge
and Data Engineering, Vol. 31, No. 2, pp. 201–213, 2018.

[4] 菊地真人,吉田光男,梅村恭司. 特徴重み付けを用いた低・
ゼロ頻度 N-gramに対する尤度比の推定法. In DEIM Forum
2020, pp. 1–8, 2020.
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