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１．はじめに	

現在,	日本語には様々な言語データが存在

する．	Wikipedia をはじめ,	ツイート,	Ya-

hoo!ニュース,	新聞記事などのデータが，自

然言語処理分野に活用されている.	大量のデ

ータに各種の統計的手法を適用することで良

い結果が得られるが,	精度があまり上がらな

い場合もある.	この原因は手法の不完全性,

または，	データの質にあると考えられる. 
研究においては，無料で大量の日本語デー

タが得られる Wikipedia が多く用いられる.	

Wikipedia	 の デ ー タ を 全 て 用 い た 研 究

[1,2,3,4]では,	既存手法より分類・推定にお

ける良い結果が得られたものの,	大きな差は

見られなかった.	名詞,	動詞,	形容詞のみを

抽出して処理した研究もあるが[5,6]，不要な

情報が残ったため,	結果はわずかしか向上し

なかった.		

大量のデータを用いた学習には，多くの時

間が必要である[7]．本研究では，Wikipedia
のデータの関連する記事から名詞 , 動詞 , 形
容詞だけを抽出することで , 質の高い学習デ
ータを作り出す手法を提案する．実験により，

本手法が既存研究に比べ，短い学習時間で良

い結果を得られることを示す．  
２．Word2Vec 

Word2Vec は  Mikolov らにより発表され
た単語群のベクトル化手法である  [8,9]．
Word2Vec はニューラルネットワークを用い
て単語の分散表現を計算する手法 , およびそ
の オ ー プ ン ソ ー ス 実 装 の 名 称 で あ る . 
Word2Vec では単語の意味を表現するベクト
ルが低次元で作られる . さらに , 意味的に関
連が強い単語はベクトルが近くなるという特

徴を持つため，現在の自然言語処理分野にお

いて多く用いられている .  
Word2Vec のモデルとして CBOW（周辺の

単 語 か ら 中 心 の 単 語 を 予 測 す る ） と

skip-gram（中心の単語から周辺の単語を予
測）の２つがあるが , Mikolov らの実験の結
果  [8] では skip-gram モデルの方は精度が

ため , 本研究は skip-gram モデルを用いて実
験を行なう .  

 

図 1.  Skip-gram モデル  
Skip-gram モデルでは単語𝑤!から複数語

𝑤!!!が予測される確率を𝑝 𝑤!!! 𝑤! とおき , 次
の式で示される目的関数を最大にする単語ベ

クトルを学習する [8].  

               
１

𝑇
log 𝑝 𝑤!!! 𝑤!
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!

!＝１

	 	  	 (1) 

ここで，T はコーパスの単語数 , c は文脈のサ
イズを示す . 𝑝 𝑤!!! 𝑤! の計算は下の式で定

義される：  
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              𝑝 𝑤! 𝑤! =  
𝑒𝑥𝑝(𝑣′!!

!  𝑣!!)
𝑒𝑥𝑝(𝑣′!!  𝑣!!)

!
!!!

                (2) 

ここで，𝑣!は入力された語のベクトル , 𝑣’!は
出力される語のベクトルである .  

 Word2Vec による言語処理でよい精度を
得るためには , パラメータの調整が欠かせな
い [7]. 本研究では , パラメータ調整の対象を
Size, Window, Min-count とした . ここで，
Size はベクトルの次元，Window は文脈の最
大単語数，Min-count は最低出現回数を表す .   
適切なパラメータを得るため，訓練データ

から類似語の５ペアを選び，上記の 3 つのパ
ラメータの値を決められたパラメータの範囲

（表 1）で変更し，類似度が高いものを訓練
データのパラメータとする . パラメータ調整
の結果を表 2 に示す . 

表 1. パラメータ選択の範囲  
パラメータ  数値の範囲  
Size [50,100,200,300,400] 
Window [1,2,3,4,5,6,7,8] 
Min-count [1,2,3,4,5,6,7,8] 

表 2. パラメータ調整の結果  
パラメータ  数値  
Size 50 
Window 2 
Min-count 1 
３．提案システムの構築	

本 研 究 で は ， 言 語 デ ー タ と し て

Wikipedia2017 年 5 月（約 10 億単語）を用い
た．データの単語単位への分割を行うための

分かち書きにはオープンソースの日本語形態

素解析器である MeCab[10]を使用した .	 また
Web ページには ,	 様々な新語や流行語などが
含まれる .	 MeCab の標準辞書に存在しないこ

れらの単語に適切に形態素解析を適用するた

め ,	 Web 上の言語資料から得た新語で標準辞
書を拡張した mecab-ipadic-neologd[11]を単
語辞書として用いる .	 	

学習時間を短縮するため Wikipedia から名

詞 ,	 動詞 ,	 形容詞の３つの品詞のみを抽出し ,	

これを本研究における全コーパスとする .	 全
コーパスからキーワードに関する記事のみを

取得する .	 比較のため， 	
l 全コーパス 	

l 全コーパスからランダムな抽出（全コ

ーパスの半分の語数） 	
を用いた実験を行なった .	 	
４．実験	

		本節では,	推定および分類のため,	以下の

２つの実験を行う.		

実験１：検索補助の評価  
実験 2：単語のポジティブ・ネガティブ分

類  
4.1	 実験１：検索補助の評価  
実験の手順を以下に示す：  
1. キーワードを入力し , 類似度の高い順

に 10 単語を出力する  
2. 出力された単語がキーワードと関連

しているかを被験者に評価してもら

う .  
(ア ) 関連する：1 
(イ ) 関連しない：0 とする  

 
表 3. 入力“自衛隊”の出力結果  

順  類似語  類似度  

1 陸上自衛隊  0.803 

2 航空自衛隊  0.780 

3 陸自  0.738 

4 自衛官  0.737 

5 自衛隊員  0.736 

6 防衛省  0.734 

7 空自  0.695 

8 防衛庁  0.692 

9 在日米軍  0.679 

10 自衛隊海外派遣  0.675 
入力単語を“自衛隊”に対し ,学習済みの
Word2Vec により類似度が高いと判定され
た単語を表３に示す .  
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	 他の入力単語“日本 , アメリカ , 日米同盟
など”10 単語を選んで実験した結果を表４に
示す .  
	 ここで ,有用率は被験者５人による評価の
平均値である . 

表 4. 検索補助の評価  

手法  有用率  

既存研究（ tf-idf 法）  0.46 

既存研究（細川ら）  0.57 
全コーパス  0.62 
ランダム  0.44 

提案手法  0.75 

 
全コーパスで学習するだけでは , 既存研究
（ tf-idf 法）より 16 ポイント ,細川らの研究
[3]より , 5 ポイントしか上がらないが , 提案
手法では , それぞれを 29ポイント ,18ポイン
ト上回った .  
	 学習時間の結果を表５に示す．  

表 5. 学習時間の比較  

手法  学習時間  

既存研究（細川ら）  11 

全コーパス  4 
ランダム  2 
提案手法  0.8 

 
細川らは全てのWikipediaのデータで学習す
るため，一番時間がかかった . 品詞を限定す
ることで，学習時間は半分以上減少すること

ができた . 本提案手法では , さらに一部の必
要な情報だけで学習するため , 時間は十分短
縮ができると言える .  
4.2 実験２：単語のポジティブ・ネガティブ
分類  
分類対象としてポジティブ , ネガティブの値
を持っている単語感情極性対応表 [12]を用い
た . 対応表の単語には，  -1 から+1 の実数値
を割り当てられており，  -1 に近いほどネガ
ティブ , +1 に近いほどポジティブと考えられ

る . 対応表における単語の数は，ポジティブ
5142単語 , ネガティブ 49983単語である . 提
案手法の分類性能を比較するため , 以下の手
順 で 実 験 を 行 な っ た . 提 案 手 法 で は ，
Wikipedia から，感情に関連する記事のみを
抽出し，Word2Vec の学習データとして用い
た．  
1. 対応表から絶対値の高いポジティブな

単語のグループ（10 単語）とネガティブ
な単語（10 単語）を作る .  

2. 判定したい単語について , 両グループの
平均ベクトルに近い方を , その単語のグ
ループとする .  

3. 判定したい単語の対応表を対照し , 正解
率を算出する .  

手順のイメージを図２に示す .  

 

図 2. ポジティブ・ネガティブ分類  
 
学習データがよいほど，よいポジティブベ

クトル , ネガティブベクトルを作ることがで
きる . それぞれ Wikipedia の扱い方による正
解率の違いを表６に示す .  

 
表 6. ポジティブとネガティブ分類の評価  

手法  正解率  
全データ  0.70 
ランダム  0.60 
提案手法  0.85 
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表６の結果によると , Wikipedia から , 必
要とする品詞（名詞 , 動詞および形容詞）を
抽出するだけでは正解率は高くない . ランダ
ムに単語を減少することによって学習時間は

早くなったが , 精度が落ちてしまう . 提案手
法の場合は必要なデータを取得することによ

ってよりよい結果が得られた .  
 
５．おわりに	

	 本研究では Wikipedia のキーワードに関す

る記事データから重要な品詞のみを抽出し，

加えて Word2Vec のパラメータを調整するこ

とで，分類・推定において良い結果が得られ

ることを示した.	本手法は,	一部のデータし

か使わないため,	学習時間を大幅に短縮する

ことができた．その一方で,	各キーワードに

よって異なる訓練データを取得しなければな

らないが，学習時間が短いため,	再学習は問

題とはならない.	Word2Vec のパラメータ調整

に関して，今回は三つの要素しか行わなかっ

たが,	今後,	他のパラメータの調整を行う予

定である.		
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