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1. はじめに
サポートベクターマシン (Support Vector Machine,

SVM)[2]は，2クラスの分類問題を取扱う学習機械の 1
つであり，高い性能と扱いの容易さからパターン認識
の分野で広く用いられている．一般に SVMでは学習
に用いるデータの数が多いほど分類精度は向上するが，
大規模データに手作業でクラスを与える作業は膨大な
コストを要し，また計算時間も爆発的に増加するといっ
た問題点がある．従って，効率のよい SVM学習を行
うため，クラスを付与するデータをサンプリングし能
動的に学習データを増加させながら学習を進める枠組
みが必要とされている．SVM学習のためのデータサン
プリング法で最も一般的なものは Tongらが 2000年に
提案した SIMPLE法と呼ばれる手法であり [7]，判別
面の形成に大きく影響を与えるデータをサンプリング
してくため判別面を効率よく安定させることができる
が，学習の初期での性能が悪いことが知られる．Baram
らによる KFF法は，学習済みのデータから最も離れ
たデータをサンプリングする手法であり，学習初期の
性能に特化しているが，有効となるデータセットが限
られている [1]．この 2つの手法を組み合わせた手法と
して Baramらによる COMB法 [1]や Osugiらによる
EXPLORATION法 [4]は，SIMPLE法やKFF法に比
べ多くのデータセットで高い効果を示しているが，ア
ルゴリズムが非常に複雑になってしまうといった問題
点がある．本研究では，SIMPLE法を大域的に拡張す
ることにより，アルゴリズムを複雑にすることなく，効
率良くサンプリングを行う手法を提案する．

2. 既存のデータサンプリング手法
2.1 SIMPLE法
SIMPLE法 [7]はカーネル空間中で判別面に近いラ

ベルなしデータをサンプリングしていくという手法で
あり，SVMを用いた能動学習では最も良く用いられて
いる．判別面に近いデータはラベルが不確実であり，同
時に判別面の形成に大きく影響を与えるため，効率よ
く判別面を安定させていくことが出来る．カーネル空
間中のデータxから判別面までの距離 dsim(x)は式 (1)
のように表されるため容易に計算可能である．なおこ
の距離はデータ xがソフトマージンの境界上にある場
合 |f(x)| = 1となるように正規化されている．

dsim(x) = |f(x)| =

∣∣∣∣∣
L∑

i=1

αiK(xi,x) + b

∣∣∣∣∣ (1)

SIMPLE法のサンプリングのアルゴリズムを Algo-
rithm 1に示す．LABEL()はデータにラベルを付与す
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る関数であり，7行目でサンプリングされたラベルな
しデータにラベルを与え，8行目でこのデータをラベ
ルありデータ集合 Lに加えている．

Algorithm 1 SIMPLE法
Require: L:ラベルありデータ集合，U :ラベルなしデー
タ集合

1: loop
2: Compute α and b using SVM(L).
3: for all x ∈ U do

4: dsim(x)←

∣∣∣∣∣∑
s∈L

αiK(s,x) + b

∣∣∣∣∣
5: end for
6: x← arg min dsim(x)
7: y ← LABEL(x)
8: L← L ∪(x, y)
9: U ← U \ x

10: end loop

この手法は判別面が理想的な判別面にある程度近い
形をしていれば効率よく判別面を詳細化することが可
能であるが，データセット全体のうち判別面の周辺の
みをを局所的にサンプリングしていくため，学習初期
で判別面から離れた座標に重要なデータがあるような
場合，これをサンプリングすることができない．また，
本来の判別面に近いデータはラベルが付け難いデータ
である場合も考えられ，そうしたデータのみを学習さ
せてしまうと過学習に繋がり効率が悪い．

2.2 KFF(Karnel Farthest First)法

KFF法 [1]は Baramらにより 2004年に提案された
手法であり，カーネル空間中で学習済みのデータセッ
トから最も遠いデータ，則ちラベルありデータ集合に
最も似ていないデータのラベル付けを行う．学習済み
データ sからラベルなしデータ xまでのカーネル空間
中での距離を dkff (s,x) とすると d2kff (s,x) は式 (3)
で表される．

d2kff (s,x) = ∥ϕ(s)− ϕ(x)∥2 (2)

= K(s, s) +K(x,x)− 2K(s,x) (3)

サンプリングのアルゴリズムをAlgorithm 2に示す．
3 行目ではラベルなしデータ x と全ラベルありデー
タとの距離の 2 乗の和 Dkff (x)を求め，5～7行目で
Dkff (x)が最大となるデータ xにラベルを与え，ラベ
ルありデータ集合に加えている．
SIMPLE法とは異なりデータセット全体を大局的に

見るため，ラベルありデータの少ない学習初期でも判
別面の大まかな形状を知ることができる．データセッ
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Algorithm 2 KFF法
Require: L:ラベルありデータ集合，U :ラベルなしデー
タ集合

1: loop
2: for all x ∈ U do
3: Dkff (x)←

∑
s∈L

(K(s, s) +K(x,x)− 2K(s,x))

4: end for
5: x← arg maxDkff (x)
6: y ←LABEL(x)
7: L← L ∪ (x, y)
8: U ← U \ x
9: end loop

トによっては SIMPLE法を大きく上回る効果があるが，
その他のデータでは SIMPLE法やランダムサンプリン
グに劣ることが実験的に示されている [1]．

2.3 SIMPLE法とKFF法の組み合わせ

Baramらは KFF法と同時に SIMPLE法と KFF法
などの手法を組み合わせた COMB法を提案している
[1]．COMB法では多腕バンディット問題の概念を用い
て，各手法の有効性の評価値と各手法から求めたサン
プリング対象データの優先度から，総合的にサンプリ
ングを行う．比較的多くのデータセットで高い性能を
示すが，総データ数が少ないようなデータセットでは
性能が悪く，また毎回複雑なデータ構造を更新してい
く必要があるという難点がある．Osugiらによる EX-
PLORATION法はCOMB法よりも手法の組み合わせ
アルゴリズムを平易にしたもので [4]，KFF法からSIM-
PLE 法へ確率的に切り替える手法であり，KFF法が
有効となるようなデータセットでは高い効果があるが，
そうでなければ SIMPLE法と同等かそれ以下となる．
COMB法と EXPLORATION法それぞれのアルゴリ
ズムを Algorithm 3，4に示す．

2.4 既存手法のまとめ

本章では，SVMの能動学習で用いられる既存のデー
タサンプリング手法について述べた．それぞれの特徴
をまとめたものを表 1に示す．最も一般的なサンプリ
ング手法である SIMPLE法はデータセット全体の中で
判別面のすぐ近くのみを局所的にサンプリングする手
法であり，判別面を効率よく安定させていくことが出
来るが，同時に学習初期の性能が悪く，過学習に陥りや
すいという問題点がある．KFF法は，データセット全
体から大域的にデータサンプリングすることが出来る
が，学習がある程度進んだ後は効率が悪く，また有効な
データセットも限定的である．これらの手法を学習状況
に応じて組み合わせる COMB法や EXPLORATION
法などの手法では，サンプリングの効率は向上するが
アルゴリズムが複雑すぎるなどの課題がある．これら
の問題点を解決するため，本研究では判別面の近傍を
局所的にサンプリングする SIMPLE法を大域的に拡張
した手法を提案する．

Algorithm 3 COMB法
Require: L:ラベルありデータ集合，U :ラベルなしデータ集
合，ALGj：サンプリング法

1: j = 1, ..., k, wj = 1
2: for t = 1, 2, ... do
3: for j=1,...,k do
4: ej(t)← (ej1(t), ..., e

j
n(t)) using ALGj

5: end for
6: for j=1,...,k do
7: for i=1,...,n do
8: bji (t)← (exp{−β(1− eji (t))}/Z)
9: end for

10: bj(t)← (bj1(t), ..., b
j
n(t))

11: end for
12: repeat
13: for all x ∈ U do
14: if maxj b

j
i > α then

15: Ue ← Ue ∪ xi

16: end if
17: end for
18: α← α/2
19: until |Ue| ̸= 0

20: γ ←
√

ne ln k
(e−1)gmax

21: W ←
∑k

j=1 wj

22: for i = 1, ..., ne do
23: pi ← (1− γ)

∑k
j=1 wjb

j
j(t)/W + γ/ne

24: end for
25: Randomly draw a point xq ∈ |Ue| according to

p1, ..., pne

26: yq ←LABEL(xq)
27: Lt ← Lt−1 ∪ {(xq, yq)}
28: Ut+1 = Ut \ {xq}
29: Compute Ct using SVM(Lt)．

30: Ht ← Ht(
|C+1(U)|

|U| )

31: r(xq)← ((eHt − eHt−1)− (1− e)/(2e− 2)
32: for i = 1, ..., n do
33: if i = q then
34: r̂i(t)← r(xq)/pq
35: else
36: r̂i(t) = 0
37: end if
38: end for
39: wj(t+ 1)← wj(t) exp(b

j(t) · r̂(t)/ne)
40: end for

Algorithm 4 EXPLORATION法
Require: L:ラベルありデータ集合，U :ラベルなしデー
タ集合，λ, ϵ:パラメータ

1: p0 = 1
2: for t = 1, 2, ... do
3: rand ← random number generated unigormly

between 0 and 1
4: if rand < pt−1 then
5: x←KFF(U,L)
6: else
7: x←SIMPLE(U, ht−1)
8: end if
9: y ←LABEL(x)

10: L← L ∪ (x, y)
11: ht ←SVM(L)
12: U ← U \ x
13: pt ← max(min(pt−1 exp(d(ht, ht−1)λ), 1− ϵ)ϵ)
14: end for
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表 1: SIMPLE法と KFF法の特徴
SIMPLE法

概念 局所的
利点 学習後期に有効
欠点 学習初期で得たデータによっては悪化

KFF法　
概念 大局的
利点 学習初期に有効
欠点 有効なデータセットが限定的

表 2: 組み合わせ手法の特徴
COMB法

概念 各手法の有効性を総合
利点 多くのデータセットで高い効果
欠点 アルゴリズムが複雑

EXPLORATION法
概念 KFF法から SIMPLE法へ確率的に移行
利点 アルゴリズムが平易，X-OR型問題で高い効果
欠点 有効なデータセットが限定的

3. 提案手法
本研究で新たに提案する手法は，SIMPLE法を基に

しつつサンプリングするデータの判別面からの距離の
閾値を設定し，その閾値よりも判別面からの距離が大き
いデータの中から最も近いデータをサンプリングするも
のである．データ xから判別面までの距離は SIMPLE
法と同様に |f(x)|としてこの値の閾値を設定する．こ
のように，現在の判別面に密接したデータのみをサン
プリングすることを避け，従来の SIMPLE法を大局的
に拡張することにより，複数の手法を用いてアルゴリズ
ムを複雑にすることなく，サンプリング効率の改善が期
待できる．サンプリングのアルゴリズムを Algorithm
5 に示す．第 4行目で判別面からの距離を判定し，第
5～9行目でこれが閾値 tよりも大きいデータ xのうち
最小となるものののラベル付けを行い，学習データに
加えている．

4. 実験
4.1 実験手順

実験には RCV1(Reuters Corpus Volume 1)[3] と
呼ばれるデータセットを用いた．このデータセッ
トは単語抽出アルゴリズムである TF-IDF を用い
て Reuters によるニュース記事を重み付けしたも
のである．ここでは CCAT(Corporate/Industrial) と
GCAT(Government/Social)の 2つのクラスの文書分
類を考え，学習用データ数は 20, 242，テスト用データ
数は 677, 399 としており互いのデータに重複は無い．
実験手順を以下に示す．

1. 閾値 tを設定する．

2. 全学習用データをラベルなしデータとみなす．

3. 学習用データから 10データをランダムにサンプリ
ングし，それぞれのラベルを求める．

Algorithm 5 提案手法
Require: L:ラベルありデータ集合，U :ラベルなしデー
タ集合，t:閾値

1: loop
2: compute α and b using SVM(L)
3: for all x ∈ U do

4: if

∣∣∣∣∣∑
s∈L

αiK(s, x) + b

∣∣∣∣∣ > t then

5: d(x)←

∣∣∣∣∣∑
s∈L

αiK(s, x) + b

∣∣∣∣∣
6: end if
7: end for
8: y ← LABEL(arg min

x
d(x))

9: L← L ∪ (x, y)
10: U ← U \ x
11: end loop

4. 3.で得た 10データから SVMを用いて判別面を生
成する．

5. 生成された判別面を用いて提案手法により 10デー
タをサンプリングし，それぞれのラベルを求める．

6. 5.で得た 10データを学習用データに加え SVMを
用いて判別面を生成する．

7. 5.および 6.を繰り返す．

8. テスト用データセットを各判別面に適用し，正解
率を求める．

4.2 実験結果

図 1は学習データ数とテスト時の正解率の関係であ
る．正解率は 10セットのランダムな 10データからデー
タを増加させていったときの平均をとっている．simple
が通常の SIMPLE法，t = 0.1，t = 0.5がそれぞれ閾
値を 0.1，0.5と設定したときの提案手法，randamが
ランダムに学習データを増加させた場合である．なお
SVMの実装は UniverSVM[6]を用いた．

図 1: RCV1を用いた分類実験の正解率
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また，判別面から各ラベルなしデータまでの距離の
平均を計測すると図 2のように結果が得られた．

図 2: RCV1を用いた分類実験の判別面から各ラベル
なしデータまでの平均距離

4.3 考察

図 1では，通常の SIMPLE法と提案手法（t = 0.1）
はいずれもランダムサンプリングにより学習データを
増加させた場合よりも高い正解率が示されている．た
だし，t = 0.5 では非常に効率が悪くなっている．ま
た，t = 0.1では通常の SIMPLE法よりも学習初期で
速く正解率が上昇しているのが分かる．これは，通常
の SIMPLE法が学習初期で見逃していた重要なデータ
が，提案手法を用いた場合は効率よくサンプリングさ
れていることを表している．なお閾値は t = 0.1, 0.5の
他，0 < t < 0.1の間で幾つかの値で実験を行ったが概
ね通常の SIMPLE法より良い結果を示し，今回用いた
閾値の中では全体的には t = 0.1が最も高い結果を示
した．
　図 2に関しては，ソフトマージンの幅が 1というこ
とを考慮すると全体的に小さい値となっている．これ
は学習データ数に比べデータセット全体が非常に大規
模であるためであると考えられる．また，ソフトマージ
ンの幅は SVMに与えるパラメータにも依存するため，
閾値 tを決定する際にはこれらの点を考慮する必要が
あると考えられる．また，学習初期は安定していない
が，t = 0.5を除きデータ数が 50を超えると単調に増
加するグラフとなっている．これは，毎回のサンプリ
ングでソフトマージンの実際の幅が小さくなっており，
相対的に判別面からデータ xまでの距離 |f(x)|が大き
くなっているためと考えられる．t = 0.5での平均距離
は安定せず，閾値の取りようによっては判別面の形成
に悪影響を与え得ると言える．0 < t < 0.1の間の複数
の値で同様に測定を行った場合では，ほぼ t = 0, 0.1と
同様の結果が得られた．

5. 結論
本研究では，SVM学習におけるデータサンプリング

法の既存手法の問題点の検証を行い，最も一般的な手
法である SIMPLE法を大域的に拡張した手法を提案し，

ベンチマークデータセットである RCV1を用いた実験
を行った．その結果，複数の手法を組み合わせるなど
の複雑なアルゴリズムを構築することを避けつつ，特
に学習初期のサンプリング効率の向上に成功した．

6. 今後の課題
今回は RCV1を用いた実験を行ったが，他のデータ

セットについても実験を行い，手法の一般性を検めた
い．併せて既存手法との比較も行いたい．閾値 tにつ
いては，今回検証を行った中では t = 0.1が最も高い性
能を示したが，t = 0.5では著しく性能が低下した．こ
のように，提案手法では閾値の選び方が最大の課題で
ある．さらに，閾値の取り方によっては，密集してい
るデータの周囲から集中してデータを取ってしまい効
率が低下してしまっていることも考えられる．こうし
た事態を避けるため，新たにクラスタリングなどの手
法を用いた学習手法について検討を進めたい．初めに
ランダムサンプリングした 10データに関しても，これ
によって結果が大きく変わっていたため，この初めの
データを如何に選択するかも大きな問題である．
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