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あらまし  本稿では，IT/NW システムの自動設計技術におけるシステムトポロジの優劣推定タスクに対し，大域

的グラフ構造を利用したグラフニューラルネットワーク（GNN）モデルを提案し，提案モデルの有効性の検証結果

を報告する．本稿で対象とするデータ構造はアプリケーションやサーバ，ファイアウォール，ルータに代表される

IT/NW 機器で構成されるシステムを表現するグラフ構造であり，システムとしての冗長性や頑健性の担保を目的に

対称的に配置された IT/NW 機器の位置情報を捕捉するため，提案モデルではグラフ縮約技術に基づいたグラフプー

リング技術を採用する．評価実験では，自動設計技術の問題設定に従い，強化学習アルゴリズム下で提案モデルと

従来モデルそれぞれの性能比較を行った．評価の結果，GNN モデルの収束効率と汎化能力との両観点について，提

案モデルがシステムの優劣推定精度を大幅に改善させられることを確認した． 
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1. はじめに  

AI と IoT の技術進化を背景にデジタル・トランスフ

ォーメーション（DX）が世界的な潮流となりつつあり，

企業内の業務効率化に向けた IT/NW 技術の活用の場

が従来のバックオフィスからフロントオフィスへと移

り変わり始めている  [1]．業務形態が頻繁に変わるフ

ロントオフィスでは，IT/NW 技術の動作を担保するシ

ステムに求められる要件は多様であり，変化しやすい

ことから，要件の多様な変化に追従するためにシステ

ムの迅速な提供が求められる  [2]．  

IT システムの提供を抜本的に変革する技術領域に

システムの自動運用技術がある．近年では，機械学習

技術に基づく自動化手法が数多く提案されており，無

線ネットワーク [3,4,5]， IoT ネットワーク [6, 7, 8]，有

線 ネ ッ ト ワ ー ク [9,10,11] ， 仮 想 化 ネ ッ ト ワ ー ク

[12,13,14]など，対象とされるシステムは多岐にわたる．

これらの自動運用技術では，システムグラフとよばれ

る，IT/NW 機器間の通信による相互作用を表現したグ

ラフがデータとして扱われており，機械学習技術はシ

ステムグラフに対する所定のメトリックに関する値の

推定や学習に利用される．例えば，運用技術の一手法

である最適化技術に基づくシステム設計手法であれば，

システムグラフを探索する過程で参照される目的（コ

スト）関数の学習に機械学習技術が利用される．  

とりわけ最近の研究では，システムグラフの構造的

特徴をより有効に利用するため，グラフニューラルネ

ットワーク（GNN）を利用した手法が考えられはじめ

ている [4, 5, 6, 9, 11, 12, 13]．GNN は，システムグラフ

に限らず SNS や文献グラフ，分子化合物など多種多様

なグラフに対して利用されており，回帰や分類に代表

されるタスクに対して頂点やグラフの表現ベクトルを

獲得する役割を担う．GNN モデルは，この表現を得る

にあたり，入力されるグラフに対して，頂点の表現が

頂点の近傍構造に依存するという性質を仮定している．

この性質はホモフィリーと呼ばれ，例えば SNS アカウ

ントや文献で構成されるグラフといった，隣り合う頂

点どうしが同一のコミュニティに属する傾向の高いグ

ラフで特に顕著にみられる．この仮定の下，頂点の表

現には近傍構造を，グラフの表現には各頂点の表現ベ

クトルの集合を利用するアプローチが採られている．  

しかし，ホモフィリーを前提とする GNN モデルで

は，システムグラフに対するメトリックの値の正確な

図１：IT/NW システムの例であるデータセンターのネ

ットワークトポロジ [15]．頂点だけでなく部分構造レ

ベルの対称性も有する．  



 

  

 

 

推定が困難である．これは，システムの高い対称性に

よって，非同型なシステムグラフが同一の表現を持つ

ことがあるからである．一般的に，IT/NW システムは

高い保守性や冗長性を担保するために対称的な構造を

とることが多い．対称的な位置関係にある頂点は同一

の近傍構造をもつ（図１）ため，ホモフィリーを前提

とした GNN は同一の近傍構造を有する頂点を全て同

一の表現ベクトルへと変換する．つまり，対称的な位

置関係にある頂点は位置関係の違いに関わらず同一の

表現を持つ．よって，システムグラフそれ自身は多数

の頂点の位置関係が無視されたものとして表現される

こととなるため，頂点の位置関係にしか差がみられな

いシステムグラフはすべて同一のグラフ表現を持つ．  

そこで本稿では，近傍情報だけでは見落とされる頂

点の位置情報を捕捉可能にするため，GNN の一処理と

してグラフ縮約を採用したモデルを提案する．GNN モ

デルへグラフ縮約技術を導入することにより，巨視的

観点から見た粗い粒度のグラフ構造を捕捉できるよう

になるため，近傍構造に含まれない遠くに位置する頂

点であっても頂点の表現ベクトルの獲得に利用するこ

とが可能となる．モデルの有効性の検証では，提案モ

デルを検討する元の動機となった我々のシステム自動

設計技術 [6]の問題設定に倣い，強化学習環境下でモデ

ルの学習効率・推定精度を評価する．評価の結果，GNN

によるシステムグラフの表現に，頂点間の位置情報を

扱うことが有効であることを示す結果が得られた．  

本稿の構成を以下に述べる：第２節では，本稿の前

提技術であるシステム自動設計技術 [6]と GNN モデル

の技術詳細を説明する．第３節では，システム自動設

計技術における GNN モデルの課題を明らかにし，4 節

で課題に対する改善手法を提案する．第５節では，提

案手法の妥当性及び有効性を検証するための実験内容

及び実験結果を説明し，第６節にてまとめを述べる．  

2. 背景技術  

本節では，既存の IT/NW システム自動設計技術 [6]

（以下，Weaver と呼ぶ）の技術詳細と，Weaver で利用

される GNN モデルを説明する．  

2.1. IT/NW システム自動設計技術  

Weaver は，入力として IT/NW ユーザの所望するサ

ービスが表現されたシステムに対する要件（以降，サ

ービス要件と呼ぶ）を受け取り，そのサービス要件を

完全に満足するシステムグラフを導出する自動設計技

術である（図 2）．入力であるサービス要件はグラフデ

ータで表現され，グラフの頂点が IT/NW 機器を表わし，

頂点間の辺が http 接続や tcp 接続といった所望する

IT/NW 機器間の関係性を表わす．  

Weaver の設計処理は探索処理が担っており，全ての

探索状態は探索木で管理される．探索木内の各探索状

態は，入力のサービス要件を部分的に或いは完全に満

足するシステムグラフである（探索木内では，サービ

ス要件もシステムグラフとして扱われる）．また，探索

状態の生成は，現在状態にあたるシステムグラフに対

し，システムとして動かすには不足している情報や構

造を部分的に補完することとして定義されている．以

降，補完の必要な頂点やエッジを欠損エンティティと

呼び，完全に補完されきったエンティティを完備エン

ティティと呼ぶ．図３の b)が示すシステムグラフは，

a)に含まれる欠損エンティティそれぞれに補完を行っ

た後のシステムグラフである．探索木内でサービス要

件から順番に子を辿っていくと，サービス要件が部分

的にかつ段階的に補完されていく様子が観察される．

Weaver の出力は，全てのエンティティが完備なシステ

ムグラフである．  

探索処理内の現在状態から次状態への遷移は，まず

現在状態にあたるシステムグラフから子にあたるシス

図２：自動設計技術 Weaver の全体像．  図３ : 探索アルゴリズム内の探索木の模式図．破線で
図示された頂点及びエッジが欠損エンティティを，実
線で図示された頂点及びエッジが完備エンティティ
をそれぞれ表す．  



 

  

 

 

テムグラフを生成し，生成されたシステムグラフの中

から１つグラフを選択することによって定義されてい

る．このシステムグラフの選択はシステムにまつわる

メトリックの値の優劣に基づいて行われ，優劣はメト

リックの値の大小で定義されている．メトリックの例

としては，システム全体のコスト（金額）やシステム

の稼働率などが挙げられ，生成されたシステムグラフ

のうちメトリックの値の最も大きいものが次状態とし

て選択される．  

システムグラフをシステムメトリックで比較する

際には，メトリックの具体的な値を評価する関数が利

用される．この関数を評価関数と呼び，以下では𝑓𝑒𝑣で

評価関数を表わすものとする．Weaver では，𝑓𝑒𝑣を強化

学習アルゴリズムによって獲得する．一般に，強化学

習技術の目的は，探索問題において探索状態を最適化

することと同時に，最適な探索状態へと導くことが可

能な評価関数を学習することにある [16]．詳細には，探

索状態 sと sに対する行動 𝑎とのペア (𝑠, 𝑎)の優劣を判断

する関数 𝑟(𝑠, 𝑎)（報酬関数）が所与の状況において， 𝑠

と𝑎，そして𝑟(𝑠, 𝑎)からなる系列（エピソードと呼ぶ）  

s0, 𝑎0, 𝑟(𝑠0, 𝑎0), 𝑠1, 𝑎1, … , 𝑠𝑡−1, 𝑎𝑡−1, 𝑟(𝑠𝑡−1, 𝑎𝑡−1), 𝑠𝑡 

で，収益∑ 𝑟(𝑠𝑖−1, 𝑎𝑖−1)𝑡
𝑖=0 が最大となるものを見つけ出す

ことが強化学習の 1 つの目的であり，この過程で，探

索状態 sから探索を始めたときに達成可能な最も高い

期待収益を出力する評価関数を学習する：  

𝑉(𝑠) = 𝐸 [ ∑ 𝛾𝑡𝑅𝑡+1

∞

𝑡=0

 | 𝑆0 = 𝑠 ]．  

ここで，𝑅𝑡+1 = 𝐸[𝑟(𝑠, 𝑎)]で，γ(∈ [0, 1])は割引率を表す．

Weaver では，探索木内のシステムグラフを状態とみな

し，またシステムグラフから異なるシステムグラフへ

の遷移を行動とみなした上で，評価関数𝑓𝑒𝑣(𝑠)(= 𝑉(𝑠))

の訓練を行う．  

2.2. グラフニューラルネットワークモデル 

Weaver の探索処理で利用される評価関数𝑓𝑒𝑣は GNN

モデルによってモデリングされている．一般に，GNN

モデルはグラフ𝐺と頂点𝑣の属性ベクトル𝑋𝑣を利用し，

頂点のベクトル表現ℎ𝑣或いはグラフそれ自身のベクト

ル表現ℎ𝐺を学習する．GNN モデルは標準的に近傍集約

に基づいたベクトル表現を採用しており，そこでは頂

点の近傍構造を反復的に集約することによってベクト

ル表現を更新する [17,18,19]．形式的には，反復回数が

𝑘回目の時点の処理は  

      𝑎𝑣
(𝑘)

= AGGREGATE(𝑘) ({ℎ𝑢
(𝑘−1)

 | 𝑢 ∈ 𝑁(𝑣)}) … (1), 

    ℎ𝑣
(𝑘)

= COMBINE(𝑘) (ℎ𝑣
(𝑘−1)

, 𝑎𝑣
(𝑘)

) … (2), 

と表現される．ここで，ℎ𝑣
(𝑘)
は反復回数が𝑘回目時点の

頂点𝑣の特徴ベクトルを表わす．𝑘 = 0の場合ℎ𝑣
(𝑘)

= 𝑋𝑣で

あり，𝑁(𝑣)は𝑣に隣接する頂点集合を表す．このことか

らℎ𝑣
(𝑘)
は𝑣から𝑘ホップ以内に位置する頂点の情報が圧

縮された表現と言える．AGGREGATE は総和，平均，最

大・最小などの作用素，COMBINE は直和や射影作用素

などの形態をとる．Weaver においてシステムグラフ𝐺

に対する𝑓𝑒𝑣の評価値は，𝐺の頂点全ての特徴ベクトル

集合を変換することによって定義される：  

        𝑓𝑒𝑣(𝐺) = summarize ({ℎ𝑣
(𝑘)

}
𝑣∈𝑉𝐺

) , … (3) 

ここで，𝑉𝐺は𝐺の頂点集合を表し，summarizeは総和や平

均，またそれらの作用素を通したのち更に多層パーセ

プトロンを通すなどの形態をとる．  

3. Weaver において GNN の抱える課題  

Weaver では，複数のサービス要件を初期状態として，

GNN でモデリングされた評価関数𝑓𝑒𝑣
(𝐺𝑁𝑁)

を強化学習で

訓練している．図 4 は [6]の実験で用いられたサービス

要件を表し、図 5 は強化学習で訓練した𝑓𝑒𝑣
(𝐺𝑁𝑁)

による

探索性能をヒューリスティクス 𝑓𝑒𝑣
(ℎ𝑒𝑢)

のそれと比較し

た図を表す．𝑓𝑒𝑣
(𝐺𝑁𝑁)

の訓練時には，強化学習アルゴリズ

ムの初期状態 s0として， (𝑀, 𝐿) = (1, 1), (1, 2), (2,1)の場合

の図 4 のサービス要件が利用されている．  

図 4： [6]の評価実験で利用したサービス要件．既存シ
ステム上へカメラを利用した不審者監視・検知サービ
スを追加することを表現した要件．  

図 5：評価関数𝒇𝒆𝒗を GNN とヒューリスティクスとした
ときの探索ステップ数．いずれの図も図 4 のサービス
要件を入力とした場合の探索ステップ数を表してお
り，左側はカメラ数𝑴を増減させた場合，右側が図４の
ショップ数 L を増減させた場合のステップ数を表す．  



 

  

 

 

図 5 から，𝑓𝑒𝑣
(𝐺𝑁𝑁)

をモデリングする GNN モデルはサ

ービス要件の局所的な構造の変化に敏感である一方，

グラフの大域的な構造変化の捕捉を不得手とすること

が推察される．実際，訓練後の𝑓𝑒𝑣
(𝐺𝑁𝑁)

がカメラ数𝑀の増

減に対して頑健な探索を実現できることが伺える一方，

ショップ数 𝐿を増減させた場合 𝐿 ≥ 4で探索ステップ数

が爆発的に増加することがみてとれる．カメラ数とシ

ョップ数の変化はそれぞれ図 4 のサービス要件の構造

変化を引き起こし，カメラ数は局所的な変化を，ショ

ップ数は大域的な変化を引き起こす．  

 実際，GNN モデルは大域的構造の捕捉を苦手として

おり，特にシステムグラフのような部分構造レベルで

高い対称性を有するグラフの識別を苦手とする．この

弱点は GNN の集約処理が近傍構造にのみ依拠した処

理であることに起因している．この集約処理方式が実

際に問題として見て取れる例が図 6 である．図 6 は，

図 4 のサービス要件から生成される探索木の部分木を

表し，図 6 の (b)と (c)は IT/NW システムとして稼働す

るかどうかを左右するシステムグラフを簡素化したも

のである．このとき，(c)はその子孫に完備なシステム

グラフを持たないが，子孫に完備なシステムグラフを

持つ (b)と， (b)と (c)は非同型であるのにも関わらず，

GNN によって同一視される．以降の残りのパラグラフ

で，実際に (b)と (c)が同一視される理由を説明する：(b)

と (c)は類似したグラフでありそれぞれ高い対称性を

有するため，位置関係の異なる頂点が存在するのにも

かかわらず，(b)と (c)の頂点の近傍集合の多重集合が一

致する：  

{𝑁(𝑣)}𝑣∈𝑉𝐺
= {𝑁(𝑣)}𝑣∈𝑉𝐺′．  

                                                                 
1 簡素化される前のグラフでは𝑘 = 2以下で成立。  

この等号関係は，特に𝑘 = 1のとき 1，特徴ベクトルとの

ペアでも成立する：  

{(ℎ𝑣
(𝑘−1)

, 𝑁(𝑣))}
𝑣∈𝑉𝐺

=  {(ℎ𝑣
(𝑘−1)

, 𝑁(𝑣))}
𝑣∈𝑉𝐺′

．  

すると，グラフそれぞれを (1)式と (2)式へ通して得られ

る頂点の特徴ベクトルの多重集合は一致する：  

{ℎ𝑣
(𝑘)

}
𝑣∈𝑉𝐺

= {ℎ𝑣
(𝑘)

}
𝑣∈𝑉𝐺′ 

 

評価関数𝑓𝑒𝑣
(𝐺𝑁𝑁)

はグラフ上の全ての頂点の特徴ベクト

ルを入力に持つ関数であるため， (3)式より (b)と (c)は

𝑓𝑒𝑣
(𝐺𝑁𝑁)

によって同じスコアを持つ．  

 素朴に考えれば，反復回数 𝑘を増やし集約範囲を拡

大すればより広域に位置する情報を集められるため，

結果としてグラフの識別が可能になると考えられるが，

この手法は現実的な解決策とは言えない．その理由は

2 点挙げられる：𝑘を大きく設定することで GNN から

抽出される特徴量は異なり得るが，𝑘は GNN モデルの

訓練や推論を行う際には固定されているパラメタであ

る．そのため , GNN モデルから出力される特徴量の捕

捉に必要な反復回数がグラフによって異なる場合，前

述したような，頂点の特徴ベクトル集合が一致する問

題が起こり得る．もう 1 点の理由は，GNN のモデルと

しての学習能力に関して問題があり， [17]でも報告さ

れているように 𝑘の増加に伴い学習が不安定になるか

らである．この現象は，パラメタ更新の際にパラメタ

が過度に平滑化されてしまうこと (over-smoothing，

[21])や集約処理において不可欠な構造的情報以外の

情報が指数関数的に集まること (over-squashing， [22])

などの GNN モデル特有の問題により引き起こされる

ことが知られている．  

4. 提案手法  

我々は，近傍構造だけでは見落とされてしまう頂点

図 6：図 4 のサービス要件の部分構造 (a)とサービス要
件から生成されるシステムグラフの部分構造 (b)(c)．
(b)と (c)は異なる NW ドメインに所属する IT/NW 機器
への接続を行うか否かを表現しており，各頂点の文字
は頂点の属性ベクトルを表わす．  

図 7：従来のスコア推定手法と提案スコア推定手法．  



 

  

 

 

の位置関係を捕捉するため，グラフの巨視構造を集約

する GNN モデルを提案する（図 7）．提案手法では，

グラフの縮約処理を採用することでグラフの巨視的な

構造を扱えることを可能とし，もともと遠い位置にあ

った頂点を近い位置にいるよう GNN に認識させるこ

とができるため，位置関係の捕捉が容易になる．  

4.1. 縮約処理  

我々はグラフの縮約処理を，GNN の各反復処理で特

徴ベクトルℎ𝑣
(𝑘)
が得られる度に行うこととする．具体的

には以下の演算によって縮約処理を実施する：  

    𝐻𝐺(𝑘+1) = 𝑆𝑘
T𝐻𝐺(𝑘)   …  (4)， 

   𝐴𝐺(𝑘+1) = 𝑆𝑘
T𝐴𝐺(𝑘)𝑆𝑘   …  (5)． 

ここで , 𝐻𝐺(𝑘)はグラフ𝐺(𝑘)の頂点の特徴ベクトル ℎ𝑣
Tを

行方向に並べた行列であり , 𝐴𝐺(𝑘)はグラフ 𝐺(𝑘)の隣接

行列 ,  𝐺(𝑘+1)は𝐺(𝑘)の縮約後のグラフ , 𝑆𝑘は行が𝐺(𝑘)の

頂点，列が𝐺(𝑘+1)の頂点ぞれぞれで添え字付けられた

( 𝐺(𝑘)の頂点数 )× ( 𝐺(𝑘+1)の頂点数 )行列で , (𝑖, 𝑗)成分は

𝐺(𝑘)の頂点 𝑖がグラフ𝐺(𝑘+1)の頂点 𝑗へ縮約される時に１ ,  

そうでなければ 0 であるもの，である . (4)式は縮約先

の各クラスタ内に割り当てられる頂点の属性ベクトル

の総和を表す . (5)式は隣接行列の生成式であり , (5)

式によって𝐺(𝑘)内の頂点𝑢, 𝑣がそれぞれ𝐺(𝑘+1)の頂点𝑈, 𝑉

へ割り当てられるとき , 𝑢, 𝑣間に辺が存在すれば𝑈, 𝑉間

にも辺が存在するようグラフの隣接行列が生成される . 

4.2. 頂点割当行列  

4.1 節で述べた縮約を実現するためには，𝐺(𝑘)の頂点

から𝐺(𝑘+1)の頂点への割当て行列 𝑆𝑘を構成する必要が

ある．その際特に，縮約後のグラフ𝐺(𝑘+1)には，頂点間

の位置情報を捕捉するために必要な本質的構造が現れ

ていることが肝要である．そのために我々はバックボ

ーン構造を利用する [23]．バックボーン構造はグラフ

の中の頂点の属するコミュニティを決定づける頂点か

ら構成される部分グラフである．我々は，𝐺(𝑘)の頂点の

うち，物理レイヤに近い頂点を抽出し，その頂点集合

をバックボーン構造の頂点集合𝑉𝑏とした．その上で，

𝑉𝑏の各頂点を縮約先のクラスタとみなし，𝐺(𝑘)の各頂点

を𝑉𝑏の頂点のうち一番近いものへ割り当てることによ

って𝑆𝑘を定義することとした [24]．𝑆𝑘の各成分は，形式

的には以下のように定める：  

s𝑘
(𝑖,𝑗)

= {
1,  𝑑𝑔𝑒𝑜(𝑖, 𝑗) ≤ 𝑑𝑔𝑒𝑜(𝑘, 𝑗),  ∀𝑘 ∈ 𝑉𝑏 ,

 0,           otherwise．          
 

ここで，𝑑𝑔𝑒𝑜(𝑖,𝑗)で頂点 𝑖, 𝑗間の測地距離を表す．  

5. 評価  

本節では，[6]の問題設定に従い，強化学習アルゴリズ

ム下で提案モデルと従来モデルそれぞれの性能比較評

価を行う．  

5.1. 問題設定  

今回の実験では，GNN モデルを収束効率と汎化能力

との２つの観点で評価する．収束効率については，強

化学習アルゴリズム下で，従来の評価関数では学習を

収束させられなかったサービス要件 (𝑀, 𝐿) = (1,2)を基

に評価を行うこととする．ここでの評価基準は，𝑓𝑒𝑣の

学習回数に対する，𝑓𝑒𝑣による探索にかかるステップ数

とする．従来 GNN モデルと提案 GNN モデルのそれぞ

れによってモデリングした 𝑓𝑒𝑣を学習回数ごとに探索

ステップ数で比較する．  

汎化能力の評価は，[6]で行われた実験のうちの，シ

ョップ数の増減に対する 𝑓𝑒𝑣による探索ステップ数の

変化を評価することによって行う．この評価では，

(𝑀, 𝐿) = (1, 1), (1, 2), (1, 3)の場合の図４のサービス要件

で𝑓𝑒𝑣を訓練することにより，ショップ数 𝐿の増減に対

してどれほど頑健な探索ができるようになるか評価す

る． 

実験で用いる GNN モデルは GNN ライブラリの 1 つ

である GraphNets[18]で構築することとし，従来モデル，

提案モデル共に 2 層の GN-block（言い換えると，反復

回数𝑘 = 2）で構成されるモデルを採用した．また，縮

約処理は𝑘 = 0で行うこととした . モデルパラメタの更

新に関わるオプションについては，損失関数に 2 乗誤

差関数，オプティマイザに Adam をそれぞれ採用した． 

図８：従来 GNN モデル（縮約なし）と提案 GNN モデ
ル（縮約あり）の，学習回数に対する探索ステップ数． 

図９：訓練後の従来 GNN モデル（縮約なし）と提案
GNN モデル（縮約あり）それぞれの，ショップ数の増
減に対する探索ステップ数．  



 

  

 

 

5.2. 収束効率評価  

この実験では、従来モデルと提案モデルそれぞれで

10 回強化学習を回し、各施行で得られる特定の学習エ

ピソード数時点での探索ステップ数の平均及び分散を

比較し評価する。  

図 8 は従来モデルと提案モデルそれぞれを学習回数

に対する探索ステップ数で比較した図である．図から

伺えるように，従来モデルは学習回数を増加させても

探索ステップ数とその分散が途中から減少しなくなる

が，提案モデルでは学習回数が増えるにつれ探索ステ

ップ数の平均及び分散が減少することが確認された．

このことから，提案モデルは頂点の位置関係を捕捉で

きるようになったと考えられる．  

5.3. 汎化能力評価  

図 9 は，訓練済みの従来モデルと提案モデルそれぞ

れによる探索ステップ数をショップ数 𝐿で比較したも

のである．図からわかるように従来モデルでは𝐿 ≥ 4で

探索ステップ数が 1000 以上に達するのに対し，提案

モデルでは，𝐿 ≥ 4 以降でも探索ステップ数が十分に，

そして線形に抑えられることが確認された．この結果

は従来モデルでは識別不能なシステムグラフが識別さ

れるようになったことを示唆しており，学習モデルの

汎化に縮約処理が効果的であることを示している．  

6. まとめ  

本稿では，IT/NW システムの自動設計技術における

システムトポロジの優劣推定タスクに対し，グラフプ

ーリング（縮約）を利用した GNN モデルを提案した．

従来のモデルでは見落とされてしまう頂点の位置関係

を捕捉するため，グラフの巨視構造を集約する GNN モ

デルを提案し，評価実験では，提案モデルの収束効率

と汎化能力との両観点で，提案モデルがシステムの優

劣推定精度を大幅に改善させられることを確認した．  

今後は，本稿ではドメイン知識に基づいて決定した

バックボーン構造を，自動的に獲得する手法の検討を

行う．また，頂点割当行列についてもグラフの構造に

応じて自動的に構成する手法を検討する．  
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